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RESUMO

Durante os dltimos anos, a robdtica vem sendo uma drea em grande expansao, seja facilitando
o desenvolvimento de tarefas pesadas, ou até mesmo na diminui¢do de tarefas repetitivas.
Entretanto, a robética ndo se limita somente a este tipo de tarefas, tendo uma gama muito maior
de atuacdo. Neste trabalho € apresentada a implementacdo e uso de uma rede neural artificial em
jogos de futebol de robds da modalidade IEEE Very Small Size Soccer. A rede neural utilizada
€ baseada no algoritmo genético para neuroevolucdo de topologias, NEAT, com o objetivo de
trazer uma nova abordagem para o time de robds da equipe Rodetas Robo Clube. Ao utilizar esta
tecnologia, o processo de tomada de decisdes deixa de ser limitado pelos cendrios pré-definidos
pela equipe, passando a ter acdes baseadas na percepg¢ao de jogo do proprio algoritmo, o que
permite explorar cendrios que de outra forma ndo seriam utilizados. Os resultados obtidos
sugerem que o NEAT pode resolver tarefas simples na categoria, como seguir a bola, mas nao
consegue resolver tarefas complexas, como controlar todos os robds de uma equipe em um jogo

real.

Palavras-chaves: Inteligéncia Artificial. Redes Neurais. Futebol de Robds



ABSTRACT

During the last few years, robotics has been an area in great expansion, either facilitating the
development of heavy tasks, or even reducing repetitive tasks. However, robotics is not limited
only to this type of tasks, having a much wider range of activities. This work describes the
implementation and use of an artificial neural network in robot soccer matches of the IEEE
Very Small Size Soccer category. The neural network used is based on the genetic algorithm for
topology neuroevolution, NEAT, with the objective of bringing a new approach to the robot team
of the Rodetas Rob6 Clube. By using this technology, the decision-making process is no longer
limited by predefined scenarios, but rather based on the algorithm’s own perception of the game,
allowing exploration of scenarios that would otherwise not be used. The results obtained suggest
that NEAT can solve simple tasks in the category, such as following the ball, but cannot solve

complex tasks, such as controlling all robots on a team in a real match.

Key-words: Artificial Inteligence. Neural Networks. Robots Soccer
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1 INTRODUCAO

Nos tltimos anos, a robdtica vem sendo uma grande aliada dos seres humanos, seja para
facilitar o desenvolvimento de tarefas pesadas, ou até mesmo diminuir o esforco em tarefas
repetitivas. Porém, nos estudos mais recentes, a robdtica ndo vem se limitando somente ao
desenvolvimento de tarefas pesadas. Ha aplicacdes nas mais diversas dreas, como o estudo de
robds que simulam comportamentos humanos (HADDADIN; ALBU-SCHAFFER; HIRZINGER,
2008).

Construir robds capazes de disputar uma partida de futebol, tomar decisdes em tempo
real e ter uma inteligéncia artificial requer uma pesquisa multidisciplinar que combina percepgao,
tomada de decisdao dinamica e interagao entre o sistema robdtico e o subsistema de controle
cinemédtico. Por trds de uma partida de futebol de robds ocorre um algoritmo complexo que
envolve processamento de imagens em tempo real, cdlculos de movimentos dos robds, comuni-
cacgdo sem-fio e gerenciamento de multiplos robds, além de ser necessario projetar um sistema

eletronico robusto e capaz de executar todos os comandos com velocidade e precisao.

Neste contexto, o0 Rodetas Robd Clube € um projeto de extensdo fundado em 2011, pela
professora Karla Boaventura Pimenta Palmieri, na Universidade Federal de Ouro Preto com o
objetivo de montar uma equipe multidisciplinar capaz de participar de competi¢des de futebol de

robos da categoria IEEE Very Small Size Soccer.

A categoria IEEE Very Small Size Soccer (VSSS) consiste no desenvolvimento de robos
autonomos capazes de disputar partidas de futebol, controlados remotamente por um computador
ou utilizando um processamento embarcado, como pode ser visto em toda a descricio apresentada
no texto de Pinto (2020). Dentro de uma partida diversos desafios sao apresentados, o que traz
uma grande complexidade aos trabalhos desenvolvidos. Seguindo os padrdes utilizados pela
equipe. Pode-se dividir o processo realizado por uma equipe em 5 etapas: visdo computacional,
tomada de decisodes (Decision Making), planejamento de caminhos (Path Planning), controle e

transmissao.

A etapa de visdo computacional consiste no sistema responsavel pelo reconhecimento dos
robds em campo, por meio de uma camera, trazendo para dentro de um software as informagdes
coletadas em campo, tais quais velocidade de cada robd, posi¢do em campo, além da posicdo e
velocidade da bola. Para tal, utiliza-se o FIRASim!, um simulador virtual de partidas do VSSS,
que faz todo processamento de dados e, através do protocolo de comunicacdo do Google, o

Protobuf, transmite as informag¢des para o cédigo utilizado por cada equipe.

E neste ponto que o RSoccer, um programa projetado para execugio de treinamentos

voltados para aprendizado de maquina em algumas categorias de futebol de robds também toma

' Disponivel em: https://github.com/robocin/FIRASim
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espaco, uma vez que as partidas oficiais acontecem obtendo informacgdes vindas do FiraSIM, o
mesmo ndo permite uma execugdo de multiplas partidas de forma simultanea e/ou com critérios
de parada pré-definidos. Com isso, durante os treinamentos das redes neurais o RSoccer efetua o
papel que o FIRASim executa em partidas oficiais, sendo a fonte de informagdes que simulam

partidas reais, permitindo assim um maior volume de partidas em ambientes melhor controlados.

Com as informacdes recebidas do FIRASim, ou do RSoccer durante os treinamentos, se
inicia a fase de tomada de decisdes, onde cada equipe trata as informacgdes de entrada da sua
forma, com o fim de identificar cenarios em campo e estabelecer as melhores estratégias para
atingir o objetivo final da partida que ¢ marcar o maior nimero de gols, sofrendo o minimo de

gols possiveis.

Em seguida, com as estratégias ja definidas, faz-se necessario utilizar um algoritmo que
trace as rotas (ou caminhos), ja que ndo € necessdrio apenas definir o ponto a ser atingido, mas
também a forma como o robo chega até ele. Com isso, algoritmos de busca em espaco, ou até
mesmo algoritmos genéticos sdo utilizados a fim de tragar a melhor rota entre o robo e seu

objetivo.

Na categoria VSSS a movimentac¢ao dos robos no campo € um dos fatores mais importan-
tes para o bom desempenho do time. Um ponto importante da movimentacdo é o planejamento
da trajetdria que o rob0d deve executar nas diferentes situacdes de jogo. Para este planejamento,
o algoritmo deve considerar os outros robds e abstrai-los como obstédculos, para que se possa

chegar ao objetivo final sem colidir com os outros robds (tanto adversarios como a propria
equipe).

A partir dai, em posse de todas informagdes necessdrias, o algoritmo de controle dos
veiculos € iniciado, transformando os célculos realizados pela estratégia e a rota a ser tragada
pelos robds definida pelo planejamento de caminhos, em valores de modulagdo por largura de
pulso, que sdo enviados para as rodas dos robos. Ap6s todo o processo, o médulo de transmissao

¢ acionado, enviando para os robds com o objetivo de mover os robds para o destino esperado.

Neste cendrio, a utilizacao de novas tecnologias € crescente e alternativas aos métodos
convencionais sdo introduzidas a fim de otimizar o desempenho das equipes. Assim, a inteligéncia
artificial surge como uma op¢ao que vem ganhando cada vez mais espago, tendo em vista todo
o investimento do cendrio em softwares como o préprio RSoccer, disponibilizando cada vez
mais ferramentas para o desenvolvimento nesta drea, onde os robds tendem a calcular jogadas
e movimentagdes da forma mais autdbnoma possivel e com uma grande capacidade de analisar

cenarios.

Uma alternativa no campo da inteligéncia artificial € a utilizagdo de Redes Neurais.
Segundo Khosravikia et al. (2018), as redes neurais artificiais (RNAs) baseiam-se no comporta-
mento dos neurdnios organicos presentes nos seres vivos. Uma forma especial para a constru¢do

de uma rede Neural € por meio do uso de algoritmos genéticos. Neste cendrio, o algoritmo NEAT
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(Neuroevolution of Augmenting Topologies) (STANLEY; MIIKKULAINEN, 2002) é um bom
candidato. Ele permite a constru¢do de uma arquitetura de rede neural 6tima para o problema sob

estudo, além de utilizar de fung¢des objetivos para definir a melhor estrutura da rede proposta.

Com a utilizagdao de RNAs, pode-se adquirir, de forma automaética, decisdes para mo-
vimentacdo dos robds do time VSSS da equipe do Rodetas Robd Clube?, dando um passo
importante no desenvolvimento tecnoldgico do time, deixando um trabalho que possa ser objeto

de estudo e base de conquistas para as proximas geragdes de membros da equipe.

1.1 Objetivos gerais e especificos

O presente trabalho visa a implementacao de redes neurais como solucao para o problema

de planejamento de caminhos dentro da equipe Rodetas Robd Clube na categoria VSSS.

Para alcancar nosso objetivo principal, foram estabelecidos os seguintes objetivos especi-

ficos:

* Recriar o c6digo da equipe Rodetas utilizando da linguagem de programacgao Python;

Avaliar o desempenho do algoritmo NEAT na integracdo de redes neurais artificiais para

solucionar o problema de estratégia e controle na categoria VSSS;

* Integrar o algoritmo NEAT com RSoccer para disponibilizar um ambiente de treinamento

de redes neurais para trabalhos futuros da equipe.

1.2 Estrutura do trabalho

O restante do trabalho estd organizado na seguinte forma: O Capitulo 2 apresenta os
conceitos basicos para compreensao do trabalho, além de trabalhos relacionados a presente
monografia. No Capitulo 3 s@o apresentados o ambiente da categoria VSSS, assim como os
softwares, tecnologias e metodologias utilizadas no desenvolvimento deste trabalho. O Capi-
tulo 4 apresenta os resultados obtidos pelo experimento proposto. Por fim, no Capitulo 5 sao

apresentadas as conclusdes e os trabalhos futuros.

2 Enderego web: https://rodetas.ufop.br/
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2 REVISAO DA LITERATURA

Este capitulo traz a revis@o da literatura e o embasamento teérico utilizado para execucao
deste trabalho.

2.1 O Ambiente da categoria Very Small Size Soccer

Para implementar um rob6 capaz de jogar uma partida da categoria Very Small Size
Soccer € necessario ter atencao as diversas limitagdes do ambiente de jogo. A seguir sdo apresen-
tadas as principais regras que regem a competi¢dao de acordo com as informagdes fornecidas na
Copa Latino Americana de Robética (LARC) 2020 presente no artigo de Pinto (2020).

2.1.1 O campo

O campo € o local onde as partidas da categoria VSSS sdo disputadas. Ele deve ser preto,
nao reflexivel (para ndo influenciar nas imagens capturadas), de madeira e deve ter 1,50m de
comprimento e 1,30m de largura. Além disso, o campo deve ter um gol em cada extremidade,

com 40cm de comprimento e 10cm de profundidade.

No campo também existem marcacdes para a cobranga das diversas infracdes presentes
no jogo, como o Free Ball (FB), Free Kick (FK) e Penalty (PK). Todas as dimensdes podem ser
visualizadas na Figura 1, fornecida pela LARC no manual de regras da competi¢do (PINTO,

2020). A bola utilizada na modalidade € uma bola de golf de cor laranja com 42,7mm de diametro

e 46g de peso.
. 150cm J
' ™~
b—20cm—ske—20cm—]
(FB) (FB)
e -+ fs] o -+ ©
B5cm B ;

15cm

70cm + - 40cm + 20cm 40cm  130cm

1n1:|—_ {FB} (FB) .—E‘rm
+ +

. _I ’ : _Tm L—N::m_.

N | | A7

15cm
) (PK, FK) ‘LPK. FK) ( _T

25cm 25¢

Figura 1 — Campo com todas as dimensodes da categoria VSSS. Fonte: (PINTO, 2020)
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As equipes sdo compostas por 3 robds que, de acordo com Pinto (2017), cada robd pode
dispor de bragos, pernas ou dispositivos de chute desde que ndo ultrapasse o tamanho limitado
de 75x75x75mm. Além disso, segundo a autora, ¢ permitido ao robo possuir um chanfro que
tenha o objetivo de conduzir a bola, desde que a profundidade final dele ndo compreenda mais

que 30% do diametro da bola, como pode ser visto na Figura 2.

>70% 'D

—~ 7 L
(' \ > 70% 'D
Ball |

. —

Robot fre— ey

A &

Figura 2 — Exemplo da regra referente ao chanfro do rob6. Fonte: (PINTO, 2017).

Robot Ball

Um exemplo pratico é o robd da equipe Rodetas que pode ser visto na Figura 3.

» ~

Figura 3 — Modelagem 3D e imagem do robd da equipe Rodetas. Fonte: Arquivo Rodetas.

Ademais, cada time deve possuir um identificador na parte superior de todos os robds,
que deve representar a cor do time (azul ou amarelo), a fim de diferencid-los nas imagens

capturadas em camera.

2.1.2 A partida

Seguindo as regras da modalidade, cada jogo consiste de dois tempos de cinco minutos,

com um intervalo de dez minutos entre eles. Cada equipe tem a possibilidade de solicitar dois
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tempos de dois minutos cada um, os quais podem ser solicitados em qualquer momento durante
a partida. Além disso, sempre que ocorre uma infragdo, o crondmetro da partida é pausado e

reiniciado apds a cobranga da falta.

De acordo com o estudo realizado por Pinto (2017), a competi¢cdo VSSS estabelece as
seguintes infracdes: Penalty-Kick (PK), que ocorre quando a bola permanece dentro da area de
defesa por mais de 10 segundos e o goleiro ndo consegue remové-la, quando a equipe defensora
possui mais de um robd dentro da drea do gol, ou quando um membro humano toca em um dos
rob0Os sem a permissdo do drbitro; Free Kick (FK), que acontece quando um robd empurra outro
robd do time adversario; Goal Kick (GK), que € sinalizado quando o robd atacante empurra
o goleiro na 4rea do time adversdrio, mais de um atacante entra na area do time adversario
simultaneamente, um rob6 oponente bloqueia o caminho do goleiro na area do gol, ou quando
ha um impasse na area do gol por mais de 10 segundos; e, por fim, a infracdo de Ball Holding
(BH), que ocorre quando a bola fica parada fora das areas do gol por mais de 10 segundos. A

Figura 4 apresenta cada uma dessas infragdes de acordo com as regras da competicdo VSSS.
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Figura 4 — Infragdes da competicao VSSS. Fonte: (PINTO, 2017).

2.1.3 A estrutura fisica de uma partida

A estrutura de jogo € formada pelo campo, onde os jogadores e a bola sdo posicionados,
duas cameras posicionadas acima do campo (uma para cada equipe) e um computador responsédvel
por receber as imagens registradas pela camera, processa-las e enviar instrugdes para os robos de

acordo com as informacdes recebidas. A distribuicao pode ser vista na Figura 5.

Por se tratar de um ambiente muito dindmico, a velocidade de processamento e a
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eficiéncia da programacgdo de cada equipe € fator determinante no desempenho na modalidade,

onde um milésimo de segundo pode ser o suficiente para alterar todo o curso de uma partida.

Figura 5 — Estrutura da competi¢ao. Fonte: (PINTO, 2017).

Inicialmente, todas as competi¢des da categoria VSSS eram jogadas em ambiente fisico,
e a estrutura das partidas seguia o apresentado na se¢do anterior. Contudo, durante a pandemia,
uma nova modalidade emergiu, e com ela, novas oportunidades surgiram. Com a necessidade do
isolamento social, que praticamente impediu a execucao de eventos presenciais, partidas online

comecaram a ser disputadas.

Estas partidas sdo centralizadas em um simulador, que sera apresentado na secdo 2.3,

que elimina as diferencas fisicas entre robds e premia a equipe com melhor preparo estratégico.

2.2 Estrutura atual da equipe Rodetas

A equipe Rodetas utiliza atualmente o VSS-SDK, um conjunto de ferramentas de de-
senvolvimento projetado especificamente para a categoria IEEE Very Small Size Soccer. O
VSS-SDK possui trés médulos principais: VSS-Vision, responsavel pela visdo computacional;
VSS-Simulator, que realiza a simulagdo dos robos; e VSS-Viewer, utilizado para visualizagao
de posicdes e depuracdo. Na Figura 6, € possivel observar uma captura de tela do VSS-Viewer
exibindo as posicdes atuais e finais dos robds, bem como as trajetérias planejadas em uma

determinada simulagao.

Gracas ao uso do SDK, a equipe € responsavel apenas pelo desenvolvimento dos al-
goritmos de controle, movimentagao dos robds e estratégia de jogo. Com essas ferramentas
disponiveis, ndo € necessario desenvolver algoritmos complexos para reconhecimento dos robds
em campo (visdo computacional), j4 que essa funcionalidade € implementada de forma estavel
na plataforma. Isso permite que a equipe concentre seus esfor¢cos em inovacdes, como desvio de

obstdculos e a implementagdo de estratégias baseadas em inteligéncia artificial, por exemplo.

O VSS-SDK € um projeto open source e a equipe Rodetas teve grandes contribui¢des

no desenvolvimento dele. O projeto pode ser acessado no Github por meio do link https://vss-



18

wis-viewer

Figura 6 — VSS-VIEWER. Fonte: Elaborado pelo autor.

sdk.github.io/book/general .html.

A estratégia de jogo da equipe Rodetas é bem definida, e pode ser vista no seguinte
trecho do trabalho de Paulo Henrique dos Santos (2019):

O codigo da estratégia ¢ implementado em C++ com os paradigmas de orienta-
¢d0 a objeto. O desenvolvimento do algoritmo permite, em tempo real, a troca
de fungdes entre os jogadores, dando desta forma maior dindmica ao jogo. As
estratégias criadas estao diretamente ligadas as posicdes dos jogadores e da bola
no campo, criando condig¢des e estados que o programa identifica e gerencia
de acordo com o pré-estabelecido no cédigo. Deste modo, gera-se uma certa
inteligéncia do computador na tomada de decisdes durante a partida.

As estratégias sao separadas por funcdes em campo, onde cada robo assume uma funcio
diferente na partida, sendo estas as funcdes de goleiro, defensor e atacante. Cada fungdo possui

seu grupo de estratégias especifico.

O controle dos robos € dividido em duas partes: a primeira trata do problema de planeja-
mento do caminho que cada robd deve seguir. Esse caminho € calculado a todo instante e leva em
consideracdo os demais robds no campo como obstdculos a serem evitados. O caminho é gerado
por meio de um campo vetorial. Portanto, para uma dada posicdo do robd, existe um vetor que
aponta para a direcao que o robo deve seguir. A segunda parte diz respeito ao controle do robd
em si. Este é responsavel por permitir que o robd execute o caminho planejado. A entrada do
controlador € o vetor de direcdo que aponta para a direcao que o robd deve ir. Assim, com base
na orientacdo desejada e na orientagdo do robd medida pelo sistema de visdo, calcula-se o erro
de orientacdo. As saidas do controlador sdo as velocidades de cada roda do rob6. As velocidades

sdo calculadas por meio de um controle proporcional, integral e derivativo (PID) do erro de
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orientacdo. Posteriormente, as velocidades sdo transformadas em sinais de PWM (Modulagao

por Largura de Pulso) e sdo transmitidas para cada robo.

O cddigo embarcado possui duas camadas: comunicagdo (para receber dados) e execugcao
de comandos para controle cinematico, que sdo transmitidos pelo transmissor. O computador
responsavel por tomar decisdes sobre as acdes de cada robd agrega uma mensagem que €
posteriormente enviada por meio de um mdédulo Xbee, permitindo a comunicagdo remota com
um Arduino. Cada rob0 recebe uma mensagem especifica, decodifica-a por meio de seu codigo
de identificacdo e atualiza o valor PWM de suas saidas para alterar a velocidade dos motores. A

comunicacdo entre computador e rob0s ocorre a uma taxa de 60 mensagens por segundo.

A equipe ainda enfrenta um desafio ndo resolvido em relacdo a combinacao de velocidade
e precisdo no controle dos robds. Embora ambas as tarefas funcionem bem individualmente,
aplicd-las simultaneamente € um desafio. O rob6 pode atingir altas velocidades, enquanto o
controle mostra-se preciso ao seguir o caminho desejado. No entanto, quando € solicitado que o
robd percorra um caminho em alta velocidade, a precisao é prejudicada e, muitas vezes, ocorrem

colisdes devido ao controle ndo funcionar adequadamente em curvas de alta velocidade.

2.3 Ferramentas utilizadas

Com base no GRSim (MONAJJEMI; KOOCHAKZADEH; GHIDARY, 2011), o FI-
RASim, ilustrado na Figura 7 ¢ um simulador de partidas da categoria VSSS que se baseia no
protocolo de comunicacio Protobuf (Protocol Buffers) desenvolvido pela Google. Ele atua como
um servidor que centraliza a comunicagdo das equipes com o campo através de uma porta da
maquina onde estd hospedado. Esse simulador € a principal ferramenta disponibilizada para o
desenvolvimento das competi¢des online. No cendrio atual, é necessdrio que ambos os times
estabelecam uma conexao via SSH com a maquina hospedeira e executem o projeto da equipe

nessa miquina a fim de se comunicar com o sistema.

O pacote de informacdes fornecido pelo FIRASim para as equipes é composto de
informacdes sobre a partida, o campo, a bola e cada um dos robds presentes na partida. Os dados

enviados seguem a seguinte estrutura:

* Environment (Informacdes do Ambiente/Partida)

— step: Total de gols da equipe azul
— goals_blue: Total de gols da equipe amarela

— goals_yellow: Total de pacotes enviados durante a partida
* Field (Campo)

— width: largura do campo

— length: comprimento do campo
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— goal_width: largura do gol
— goal_depth: profundidade do gol

* Frame (Objeto responsavel por armazenar informagdes dos robds e da bola)

— Ball (Bola)

* x: posi¢do da bola no eixo X
% y: posi¢do da bola no eixo Y
% z: posicao da bola no eixo Z

vx: velocidade da bola no eixo X

*

*

vy: velocidade da bola no eixo Y

% vz: velocidade da bola no eixo Z
— Robot (Robd - um item deste € criado para cada um dos robds do campo)

robot_id: namero identificador do robd

*

*

x: posicao do robd no eixo X
% y: posi¢dao do robd no eixo Y

vx: velocidade do robd no eixo X

*

*

vy: velocidade do robd no eixo Y

% vorientation: velocidade angular do robo

Os pacotes de informacdo enviados pelas equipes para o simulador sao definidos por um
vetor de objetos, onde cada objeto representa um rob6 da equipe, possuindo dois parametros,

que sdo as velocidades angulares de cada roda, em radianos por segundo (rad/s).

Figura 7 — Software FIRASim. Fonte: Elaborado pelo autor.

2.3.1 RSoccer

Com a evolucdo das partidas da categoria VSSS para o ambito online, a busca pelo
desenvolvimento de novas tecnologias que aprimorassem a estratégias das equipes se tornou
cada vez maior. Uma das grandes dreas exploradas foi a drea da Inteligéncia artificial, e este é
o foco do RSoccer. Desenvolvido por Martins et al. (2021), este simulador open-source busca
fornecer ambientes e cendrios otimizados para experimentos de aprendizado de méaquina por

refor¢o nas categorias VSSS e SSL. Para a categoria VSSS dois ambientes sdo disponibilizados:
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VsssV0: Ambiente onde o foco € o treinamento de um tinico robd, visando otimizar tarefas
individuais. Durante o treinamento, todos os outros robds perfomam instru¢des aleatdrias.
A tnica mudanca no pacote de informag¢des enviado para o simulador, comparado com
o FIRASim, € que neste se faz necessario somente o envio de informag¢des de um tnico

robo.

VsssMA(MultiAgent): Ambiente onde o foco € o treinamento dos trés robds da equipe,
visando otimizar o desempenho da equipe como um todo. O pacote de informagdes enviado

para o simulador € igual ao do FIRASim.
O funcionamento do RSoccer pode ser divido nas seguintes etapas:

step: € o recorte de tempo que o simulador ird utilizar para enviar pacotes de informacgao
para o agente. Por padrao, cada step tem a duracdo de 0,25 segundos, ou seja, a cada 0,25

segundos um pacote de informacdes € enviado;

action: ao receber um pacote de informagdes o cédigo da equipe deve processar este dados
e enviar um pacote de informacdes para o simulador. Este pacote enviado recebe o nome de

action, uma vez que ele representa a acdo que serd executada na partida naquele momento;

reward: ap6s uma action ser enviada para o ambiente o simulador ird verificar o resultado
da ag@o. A partir disso, uma recompensa serd atribuida a jogada e retornada para o agente.
Esta recompensa ajuda o c6digo a interpretar se a acao realizada foi ou ndo eficiente, e

pode servir de métrica para os algoritmos de aprendizado por reforco;

episode: Um episédio nada mais é que uma partida jogada no simulador. Ele tem a duracio
de 30 segundos, ou até que aconteca um gol. Apds este episddio € retornado para o
ambiente a recompensa total do agente naquela partida, o que torna possivel avaliar se
o cédigo executado teve uma boa performance. Ao final de cada epis6dio um novo €

iniciado.

2.4 Inteligéncia Artificial

Defini¢ao

Este trabalho utiliza inteligéncia artificial (IA) para operar os robds da equipe Rodetas

Robd Clube. De acordo com Fernandes (2003), IA € a parte da Ciéncia da Computagao vol-

tada para o desenvolvimento de sistemas de computadores inteligentes, ou seja, sistemas que

exibem caracteristicas relacionadas a inteligéncia humana, como compreensdo da linguagem,

aprendizado, raciocinio e resolu¢ao de problemas.

Por outro lado, Fernandes (apud LUGER; STUBBLEFIELD, 1993) define inteligéncia

artificial como o ramo da computagdo que se preocupa com a automagao de comportamentos

inteligentes.
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A inteligéncia artificial tem sido amplamente explorada atualmente, com varios trabalhos
sendo desenvolvidos com grande sucesso. A empresa iFlytek criou um rob6 que passou no exame
nacional de licenciamento de médicos da China (SARACCO, 2017). Em Silver et al. (2018), é
possivel observar o desempenho da tecnologia desenvolvida pela Google para aprender Xadrez,
Shoji e Go, jogos com uma complexidade muito elevada, nos quais os algoritmos propostos

foram capazes de vencer os campedes mundiais das modalidades apresentadas.

2.4.2 Redes Neurais Artificiais

Aprofundando no conceito de inteligéncia artificial, o modelo escolhido para este trabalho

foi o de redes neurais artificiais (RNA).

As RNAs sdo comumente utilizadas na resolu¢do de problemas complexos, onde o
comportamento das varidveis ndo € rigorosamente conhecido (FLECK et al., 2016). Este modelo

tem como objetivo simular computacionalmente o comportamento do cérebro humano.

De acordo com Haykin (2000), a capacidade de um ser humano em realizar tarefas
complexas e, sobretudo, aprender, € resultado do processamento paralelo e distribuido da rede de
neurdnios em seu cérebro. O cortex cerebral, camada mais externa do cérebro, é responsavel
pelo processamento cognitivo. Cada nova informag¢do ou experiéncia pode ocasionar mudancgas
na estrutura do cérebro, como o fortalecimento ou enfraquecimento de conexdes entre neurdnios.

Tais mudancgas sdo geradas a partir do rearranjo das redes de neur6nios no cérebro.

Sendo assim, uma rede neural artificial é definida por uma rede de neur6nios, que sao
capazes de aprender e tomar decisdes por conta propria, utilizando modelos mateméticos aplica-
dos em seus neur6nios, que se comunicam entre si, a fim de gerar uma saida para determinados
estimulos de entrada. Segundo Fleck et al. (2016), uma RNA corresponde a um esquema de
processamento capaz de armazenar conhecimento baseado em aprendizagem e disponibilizar

esse conhecimento para a aplicacao a qual se destina.

A Figura 8 apresenta um modelo de neurnio artificial proposto por Haykin (2000). A
esquerda do neurdnio (X; a X,,;,) podem ser vistos os sinais de entrada que o mesmo recebe.
Esses sinais podem vir do ambiente em que a rede neural se encontra, caso 0 neurdnio seja um
neurodnio da camada de entrada da rede neural, ou entdo de outro neurdnio, caso este neuronio
seja de uma camada oculta ou da camada de saida da rede neural. Além disso, tem-se uma fung¢do
matemadtica, normalmente representada pelo somatdrio do bias (by) e das entradas multiplicadas
pelo peso (W, a Wy,,,) definido para cada conexao, que € a funcao responsdvel por manipular
os valores de entrada e fornecer um valor que serd enviado para uma fungao de ativagdo, que

finalmente serd responsavel por fornecer a saida do neurdnio (Y}).

A partir disso, montam-se estruturas utilizando esses neurdnios até obter uma rede neural
completa, formada por camadas de entrada, camadas ocultas e camadas de saida, como apre-

sentado na Figura 8. Essa estrutura constitui uma rede neural artificial(RNA), cujaa disposi¢ao
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Figura 8 — Modelo neuronal. Fonte: Elaborado pelo autor.

de seus neurdnios constitui a topologia da rede. As informacdes sdo transmitidas através das
conexodes entre os neurdnios, onde cada neurdnio processa o sinal de entrada e transmite para

todos os neurdnios da préxima camada.

No trabalho de Quintero et al. (2014), é possivel acompanhar a utilizacdo de redes
neurais no treinamento de robds da categoria Small Size Soccer. A abordagem utilizada foca
em Redes Neurais do tipo feedforward, cujo objetivo € prever e impedir a utiliza¢do de jogadas
ensaiadas realizadas pela equipe adversaria. O algoritmo recebe informagdes referentes a posicao
e velocidade dos robds e da bola, e verifica se a situacado atual pode ser classificada como um
cendrio de jogada ensaiada esperado. Caso um cendrio seja identificado pela rede neural, o

programa executa uma estratégia para impedir que essa jogada seja executada com sucesso.

Em Pena et al. (2020), € possivel notar uma abordagem de redes neurais com aprendizado
ndo supervisionado para rob0s da categoria VSSS. O artigo apresenta o uso de uma Q-Network.
Este tipo de rede neural funciona, resumidamente, como um classificador de acdes predefinidas
pelo desenvolvedor. No trabalho citado, a Q-Network atua como treinadora da equipe, selecio-
nando qual serd o comportamento ideal do rob6 em um determinado momento, escolhendo se

este atuard como goleiro, defensor ou atacante com base em um cendrio.

2.4.3 Aprendizado por refor¢o

Existem varias maneiras de treinar uma rede neural. Neste trabalho, foi escolhida a
abordagem de aprendizado por refor¢co. O aprendizado por refor¢o pode ser definido como
uma sub-drea do aprendizado de maquina em que o modelo aprende por tentativa e erro. Em
cada estado, o agente realiza uma acdo no ambiente e € recompensado de acordo com o seu
desempenho (PENA et al., 2020). Com base nessas recompensas, o algoritmo € capaz de
identificar se esta trabalhando de maneira eficiente no ambiente e converge para o resultado

desejado.
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2.5 Otimizacao e evolucio de redes neurais

O sucesso da solucdo de qualquer problema utilizando redes neurais depende de um
fator muito importante: a configuracdo de pesos, funcdes de ativacao e topologia da rede. A
otimizacgao dessas configuragdes € foco de muitos estudos e alguns deles serdo apresentados

nesta secao.

No trabalho de Whitley, Starkweather e Bogart (1990), sdo apresentadas algumas aborda-
gens que focam no uso de algoritmos genéticos para a otimizacao dos pesos entre conexdes. A
ideia central se concentra no fato de que uma rede neural totalmente conectada precisa apenas
de uma combinacao ideal de pesos, e o algoritmo genético € responsavel por manipulé-los até
encontrar tal combinagao. Ja o artigo de Zhou et al. (2019) demonstra a aplicag¢ao do algoritmo
chamado Water Wave Optimization (WWO), que foca em otimizar os pesos € o niimero de neuro-
nios das camadas ocultas. Este algoritmo representa cada solucdo como uma onda, onde solucdes
com uma fitness alta (alta energia) t€m um comprimento de onda mais curto e exploram uma 4rea
menor. O objetivo € encontrar uma onda que equilibre esses parametros. Esse comportamento

pode ser visto na Figura 9.

Short wave with
high energy

Long wave with
low energy

Calm sea level

/\_/—\_' Ocean floor

Figura 9 — Exemplos de ondas do algoritmo WWO. Fonte: Zhou et al. (2019).

No trabalho de Sinha, Haidar e Verma (2018), nota-se a utilizacao de algoritmos de
Otimizacao por Enxame de Particulas (PSO), do inglés Particle Swarm Optimization - PSO),
focados em otimizar os parametros de uma rede neural convolucional. Nessa abordagem, cada
particula representa uma possivel solucao que atravessa o espaco de busca se comunicando com

outras particulas a fim de encontrar a solu¢ao 6tima do problema proposto.

No presente trabalho, a Neuroevolugdo de Topologias Aumentadas (NEAT) € a proposta

de otimizacao de redes neurais abordada. Ela foi apresentada por Stanley e Miikkulainen (2002)
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em 2002 e baseia-se na utilizacdo de algoritmos genéticos para evoluir pequenas redes neurais
em redes neurais mais complexas, através da manipulagdo de seus pesos e conexdes (MENDES,
2021). Na sec¢ao 2.6, tem-se a discussao do conceito de algoritmos genéticos para, posteriormente,

na secao secdo 2.7, expandir-se 0os conceitos principais e o funcionamento do NEAT.

2.6 Algoritmos genéticos

Algoritmos genéticos sdo amplamente conhecidos e baseados no processo bioldgico de
evolucdo. Foram inicialmente propostos por Holland (1992) e imitam a teoria da sele¢@o natural
apresentada por Charles Darwin, onde os individuos mais adaptados ao ambiente sobrevivem.
Sendo assim, a base destes algoritmos € definida pela representacdo da solugdo na forma de
cromossomos, normalmente com valores bindrios, uma func¢ao de fifness que € responsdvel por
avaliar o desempenho de cada solugdo, além de operacdes genéticas, que t€ém como objetivo a
diversificacdo da populacdo. Nas subsecdes a seguir serdo discutidas as principais operagdes

genéticas realizadas nesses algoritmos, que sdo baseadas em operacdes bioldgicas.

2.6.1 Crossover

O operador de crossover, também conhecido como cruzamento, € uma operacio genética
responsdvel por gerar novos individuos dentro da populagdo. Nessa operagdo, dois individuos
sdo selecionados, geralmente dando prioridade aos individuos com melhores avaliagcdes, e
suas solucdes sao recombinadas. A partir dessa recombinagio, novos individuos sdo gerados
e adicionados a populaciao, com o objetivo de diversificar as solu¢des presentes. A Figura 10

ilustra essa operacao.

Primeiro pai Segundo pai
Novo individuo 1 Novo individuo 2

EEREE I I
_—

Figura 10 — Operacgdo de crossover. Adaptado de Kramer (2017).

Ponto de divisdo

2.6.2 Mutagio

O operador genético de mutacdo € o operador responsavel por inserir pequenas mudan-
cas aleatdrias nos individuos da populagdo. Tais alteracdes tem como objetivo impedir que a
populacdo ndo evolua e/ou fique estagnada. Para cumprir com esta tarefa este operador modifica
um gene de um cromossomo selecionado a partir de uma probabilidade de mutag@o previamente

estabelecida.
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2.6.3 Funcionamento geral de um algoritmo genético

O Algoritmo 1 apresenta o fluxo de funcionamento de um algoritmo genético classico,

adaptado de um algoritmo apresentado no trabalho de Katoch, Chauhan e Kumar (2020).

Algorithm 1 Algoritmo genético cldssico

Require: Tamanho da populagdo -> N, Nimero maximo de iteragdes M AX
Ensure: Melhor solugdo global Y,
Gera populagdo inicial de N individuos Y; (i=1,2...N)
]+ 0
Computa fitness de cada individuo e atualiza melhor solu¢do global
while j < M AX do
Seleciona um par de individuos da populacao inicial baseado na fitness
Aplica operacdo de crossover no par selecionado através da probabilidade de crossover
Aplica mutacio nos novos individuos a partir da probabilidade de mutacao
Troca a populagdo antiga pela nova populacdo gerada
Computa fitness de cada individuo e atualiza melhor solu¢do
Incrementa j em 1
end while
retorna a melhor solu¢do Y,

2.7 Funcionamento do NEAT

Ap0s estabelecer os principios fundamentais dos algoritmos genéticos, € viavel expor o

modo de operacdo do algoritmo NEAT. Este processo é dividido em quatro fases:
1. Codificagdo genética;
2. Acompanhamento de genes através de historico de marcas;
3. Garantia da diversidade por meio de especiagao;
4. Reduc¢ao das dimensdes da rede.
As préximas subsecdes oferecem uma andlise minuciosa de cada uma dessas etapas, com
base no artigo original de Stanley e Miikkulainen (2002).

2.7.1 Codificacdo genética

No algoritmo NEAT, cada individuo € caracterizado por um conjunto de genes que
representa a estrutura completa da rede neural. Cada gene representa uma conexao e contém
informacgdes sobre o né de entrada, o n6 de saida, o peso da conexdo e um valor bindrio que
indica se ela esta ativa ou ndo. Além disso, cada gene possui um nimero de inovagdo que sera
explicado na se¢do sobre o histdrico. A Figura 11 apresenta a estrutura basica de um individuo
no NEAT.
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Genoma

o |Mel |Mel |MNed |[MNed |Mes
Mo |Sensor |Sensor |Sensor |Oeulte |Oenlto
Entrada |Entada | Enbada | Oculic | Saida
Entrada 1 | Entvada 2 | Enfrada 2 | Entrada 3 | Entrada 4 | Enfrada 5
Saida 4 Saidad |Saidad Saidal |Saida3 Saida 4
Conexdes| Paso 0.7 | Peso 0.5 |Peso 05 | Paso 0.2 |Peso 04 | Peso 06
Ativado | Atvado | Desat. Ativado | Atvado | Afivado
Inow 1 Inow. 3 Inov. 4 Inov. 5 Inov. 6 Inow. 10

Rede Neural

Figura 11 — Estrutura bésica de um individuo. Fonte: Adaptado de Stanley e Miikkulainen
(2002).

2.7.1.1 Operagdes genéticas

Com base na defini¢ao do individuo descrito anteriormente, o algoritmo NEAT propde

trés operacodes genéticas, que consistem em dois tipos de mutacdo e uma operagao de crossover.

A primeira operacao de mutagdo € conhecida como mutagdo de adicdo de nés. O objetivo
dessa mutacao € alterar a estrutura da rede adicionando nés entre conexdes jd existentes. Para
realizar essa mutacdo, uma conexao € selecionada e dividida em duas partes, criando uma nova
intersecdo onde um novo né € adicionado, conforme ilustrado na Figura 12. A segunda operagdo
de mutacgdo é a mutacdo de adi¢do de conexdo, que cria uma nova conexao entre dois nos que
ndo estavam previamente conectados, alterando a configuracdo da estrutura da rede, como pode
ser visto na Figura 13. Essas mutagdes sdo responsdveis por modificar o tamanho da rede e
manipular sua topologia, a fim de explorar novas possibilidades para a solu¢ao do problema

proposto.

A operagdo de crossover serd discutida na subse¢do 2.7.2, que mostrard como o NEAT

lida com a grande diversidade de individuos.

2.7.2 Acompanhamento de genes através de historico de marcas

Para efetuar o cruzamento de individuos, € necessario que o NEAT saiba exatamente
quais genes estdo presentes em cada um deles. Identificar e comparar individuos em cada
operacdo de cruzamento seria computacionalmente custoso. Por esse motivo, o NEAT propde a
adicao do niimero de inovacdo em cada gene de um individuo. Esse niimero € atribuido ao gene

em sua criacdo e € exclusivo para cada novo gene.
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Figura 12 — Operacao de mutagdo por adi¢do de nd. Fonte: Elaborado pelo Autor.

Figura 13 — Operacdo de mutacdo por adi¢dao de conexao. Fonte: Elaborado pelo Autor.

Ao efetuar as operagdes genéticas, o nimero de inovacdo de um gene é repassado
para a nova geracdo, permitindo assim que todo o histdrico de evolu¢do de um individuo
seja acompanhado por essas “marcas genéticas”. Dessa forma, o processo de cruzamento de
individuos € realizado da seguinte maneira: dois individuos sdo selecionados e seus genes sao
comparados. Genes com 0 mesmo numero de inovagdo sao sobrepostos, herdando conexdes de
ambos os pais. J4 os genes que ndo possuem correlagdo sdo herdados do pai com maior valor de
fitness ou aleatoriamente, caso ambos tenham uma avaliacio igual. Essa abordagem de registro
de histdrico dos genes permite que qualquer par de individuos seja combinado de forma simples
e rapida, sem o uso de algoritmos de andlise de topologias. A Figura 14 apresenta de forma

gréafica o funcionamento dessa operacao genética.
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Figura 14 — Operacao de crossover. Fonte: Adaptado de Stanley e Miikkulainen (2002).

2.7.3 Garantia da diversidade por meio de especiacdo

De forma geral, ao introduzir uma nova estrutura em uma rede neural, o seu comporta-
mento padrao inicial € de piora no desempenho. A longo prazo, essa mudanga estrutural pode
se pagar e, por isso, uma das propostas do NEAT € o conceito de especiacdo dos individuos.
Individuos com uma certa proximidade genética sdo considerados parte da mesma espécie. A
partir dessa separacdo, a competicdo dos individuos ao longo das geracdes acontece somente
com individuos da mesma espécie. Dessa forma, possiveis inovagdes adicionadas nas redes

neurais s@o protegidas, garantindo o tempo necessdrio para uma evolucdo desses individuos.

Um ponto negativo a ser considerado nesse mecanismo pode ser o tempo gasto para
evolucdo de uma espécie que nao esteja progredindo. Para evitar que isso aconteca, o algoritmo
propde um parametro de estagnacdo. Um contador de estagnagdo da espécie € incrementado a
cada rodada em que a espécie ndo demonstra melhora no fitness. Quando esse contador atinge

um valor predefinido, por padrao 20, a espécie é removida e novos individuos aleatérios sao
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inicializados para tomarem seu lugar. Com todas essas ferramentas, o NEAT garante a protecao

a diversidade e inovagdo dos individuos.

2.7.4 Reduc¢do das dimensdes da rede

Grande parte dos algoritmos de otimizacdo de topologia de redes neurais inicializa a
sua populacdo com topologias aleatdrias. Ao comecar desta maneira, muito processamento €
gasto em redes pouco otimizadas e topologias muito complexas podem ser criadas para resolver
um problema que ndo necessita de tanta complexidade. Para solucionar este problema, o NEAT
inicia sua execu¢do com um conjunto de individuos idénticos e com topologia minima: redes
neurais cuja topologia € formada apenas pelas entradas e pelas saidas do problema proposto,
e nada mais. A partir dai, as redes sdo incrementadas através dos cruzamentos e mutagdes
mencionados anteriormente. Dessa forma, o nimero de geragdes necessdrias para chegar a
solucdo do problema € reduzido, uma vez que o NEAT percorre um niimero minimo de pesos e

conexoes entre neurdnios.
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3 DESENVOLVIMENTO

Neste capitulo sdo apresentadas as ferramentas e metodologias utilizadas para o desen-

volvimento deste trabalho.

3.1 Tecnologias

Este trabalho foi desenvolvido utilizando a linguagem de programacao Python. A escolha
dessa linguagem deveu-se, em grande parte, ao ecossistema que ela oferece para o desenvol-
vimento de solu¢des de Inteligéncia Artificial, bem como ao suporte necessario para o uso da
biblioteca base do RSoccer, o OpenAl Gym. Além disso, o algoritmo de otimizacdo de redes
neurais escolhido para solucionar o problema foi o NEAT, apresentado na se¢do 2.7. A biblioteca
principal disponivel para utilizar esta metodologia € a Neat-Python (MCINTYRE et al., 2015),
que fornece métodos e mecanismos de integracdo, evitando a necessidade de desenvolver a base
do NEAT dentro do cédigo. A existéncia desta biblioteca € mais um fator que justifica a escolha

do Python como linguagem de programacao.

3.2 Ferramentas

Para o desenvolvimento do trabalho utilizou-se a arquitetura computacional e as ferra-

mentas listadas a seguir:

Notebook AMD Ryzen 5 3500U QuadCore com 16GB RAM para desenvolvimento de

codigo;

Servidor do Laboratério de Computacdo de Sistemas Inteligentes (CSILab) do Departa-
mento Departamento de Computagdo da Universidade Federal de Ouro Preto, equipado
com Intel 19-10900 decacore (20 threads) 2.80GHz, 128GB RAM DDR4 e GPU RTX
3090, de 24GB de RAM GDDR6X com aproximadamente 10 mil cuda cores;

Software Visual Studio Code para desenvolvimento de c6digo;

Windows Subsystem for Linux (WSL) para execu¢do de ferramentas do Ubuntu dentro do

Windows.

3.3 Problemas e dificuldades do sistema atual da equipe Rodetas

Na secdo 2.2, foi apresentado que a equipe Rodetas tem uma estrutura bem definida das
responsabilidades do cédigo, o que facilita o entendimento e manutencio. No entanto, o projeto

enfrenta algumas limita¢des que serdo discutidas abaixo.



32

Uma das limitagdes € a definicdo manual das estratégias de jogo, que sdo baseadas
em cendrios predefinidos e podem limitar a equipe quando um adversario usa uma tdtica nao
prevista. Além disso, a criacdo de novos cendrios pode aumentar a complexidade do codigo.
Adicionalmente, tratar situacdes especificas pode ser demorado e levar a verificacdes complexas,

que afetam o desempenho da equipe se feitas incorretamente.

No que diz respeito ao controle do robd, o processo de geracdo de caminhos pode
ser um desafio. A complexidade estratégica pode aumentar o tempo para definir o alvo a ser
atingido, enquanto a complexidade do algoritmo de geragdo de caminhos pode afetar o tempo de
processamento. Como a equipe envia 60 pacotes por segundo, o tempo de entrada da informagao
no codigo até a geracdo do pacote de saida ndo pode ultrapassar 0,017 segundos. Portanto, a

geracdo de caminhos é um problema que deve ser abordado pela equipe.

3.4 Abordagem Proposta

Este trabalho propde a implementacido de uma rede neural para substituir os modulos de
estratégia, movimentacao e controle da equipe Rodetas, com o objetivo de solucionar alguns
problemas apresentados na secdo 3.3. O projeto tem como base dois pilares principais: otimizar
o tempo de execug¢do de cddigo e minimizar a atuacdo humana na definicao de estratégia e na
tomada de decisdao dos robds. Para atingir o resultado esperado, diversas metodologias foram
utilizadas até atingir a abordagem final. Alguns testes e experimentos realizados sdo descritos a

seguir para fornecer material para estudos futuros.

Inicialmente, foi tentada a implementacdo de redes neurais em C++ com o objetivo de
resolver o problema proposto. Algumas bibliotecas foram utilizadas, e uma implementacdo
manual de novos médulos foi realizada. A primeira abordagem do projeto foi voltada para o
uso do TensorFlow, por ser uma das principais plataformas disponiveis (ABADI et al., 2015).
No entanto, a implementacdo da RNA se mostrou bastante complexa, além de que o custo

computacional seria elevado ao utilizar esta biblioteca.

A segunda plataforma utilizada foi a Torch (PASZKE et al., 2019), um framework de
cddigo aberto focado em aprendizado de maquina que agiliza o desenvolvimento de ferramentas
em pesquisa. Esta plataforma se mostrou muito mais simples e objetiva do que o TensorFlow, e
foram encontradas implementagdes semelhantes ao objetivo deste trabalho, portanto existiam
referéncias de projetos que ajudaram muito no desenvolvimento. Entretanto, a falta de suporte

fez com que o Torch deixasse de ser uma opg¢ao para o desenvolvimento do projeto.

Ap06s as duas implementagdes citadas anteriormente, outras bibliotecas foram testadas
no projeto, como a Shark' e a Caffe 2, mas a falta de documentacdo e suporte fez com que as
alternativas fossem deixadas de lado e dois médulos fossem desenvolvidos dentro do projeto:

um moédulo de construgdo de redes neurais e um méodulo de execugdo de um algoritmo genético.

! disponivel em https://github.com/Shark-ML/Shark
2 Disponivel em https://github.com/BVLC/caffe
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Nesta abordagem, o algoritmo genético ficou responsdvel pela mutaciao dos pesos da rede neural
definida a fim de chegar a uma configuragdo capaz de resolver o problema. O grande desafio
encontrado foi o de treinar esta rede neural a partir do algoritmo genético. Com as ferramentas
disponiveis, havia uma grande limitacao de niimero de individuos por geracdo a ser treinada, e a
execucdo de multiplas instancias do programa causava um grande custo computacional, além de

depender da disponibilidade de portas TCP/IP para comunicacao.

Dadas as limitacdes e dificuldades encontradas no C++, a linguagem de programagao
Python foi escolhida para a continuacdo do trabalho. A escolha se deu por diversos fatores,
como a facilidade de integracdo com as mais diversas tecnologias focadas em aprendizado de
madquina e a compatibilidade com o FIRASim. A partir dessa escolha, o projeto evoluiu e chegou

a implementacao final usando a biblioteca Neat-Python.

Desta forma, a primeira etapa de implementacao deste trabalho foi a criacdo de um
codigo base em Python capaz de receber informagdes provenientes do Rsoccer (MARTINS et
al., 2021), trata-las, e fornecé-las como entrada da rede neural a ser utilizada. Na sequéncia, este
codigo deve receber a saida da rede neural e enviar para o Rsoccer a acdo a ser realizada. Esta

implementagdo segue o apresentado no Algoritmo 2.

Algorithm 2 Cédigo base para disputa de partidas utilizando o novo médulo de redes neurais

Require: Dados fornecidos pelo Rsoccer
Ensure: Comandos para os robds
Recebe dados do Estado atual do campo pelo Rsoccer
Concatena dados em um vetor compativel a entrada da rede neural
Entrega dados para a entrada da rede neural
Recebe saidas da rede
Envia saidas para cada robd

3.5 Configuracao do NEAT

Para iniciar a utilizacdo do NEAT € necessario configurar uma série de parametros em
um arquivo de configuragdes que dita o funcionamento da rede neural e também da execugao
do algoritmo genético. Esta subsecdo tem como objetivo apresentar os principais parametros e

discorrer sobre a importancia dos mesmos na execu¢do desta ferramenta.

* pop_size: é o parametro responsavel pela definicao do niimero de individuos (solucdes)
em cada geracdo do algoritmo genético executado. Para garantir uma grande diversidade e
diminuir o nimero de geragdes necessarias para convergéncia, utilizou-se neste trabalho

um pop_size de 500 individuos;

* fitness_criterion: é a fungdo usada como critério de parada do algoritmo genético. Seus
valores possiveis sdo: min, representando uma parada por menor fitness da geracao; max

representando uma parada por maior fitness da geracdo; mean representando uma parada
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por valor médio da geracdo. O valor escolhido foi o critério max, uma vez que o interesse

deste trabalho estd em encontrar o melhor individuo para solucionar o problema;

fitness_threshold: é o limite da fitness a ser atingida pela funcao fitness_criterion. Ao
atingir este valor, o algoritmo genético finaliza sua execucdo. O valor escolhido foi o de

100 pontos, para que a execugdo do algoritmo s6 seja finalizada de forma manual;

species_fitness_func: funcio usada para calcular a fitness de uma espécie. Seus valores
possiveis sdo: min, representando uma calculo por menor fitness da geracao; max represen-
tando um cdlculo por maior fitness da geracdo; mean representando um célculo do valor
médio da geracdo. O valor escolhido foi o critério max, uma vez que o interesse deste

trabalho estd em encontrar o melhor individuo para solucionar o problema;

max_stagnation: representa o0 maximo de geracdes que a fitness de uma espécie pode ficar
estagnada. Caso este valor seja atingido esta espécie € excluida. Caso ndo existam mais
espécies, entra-se no cendrio de extin¢ao. O valor escolhido para este parametro foi o de

15 geragdes;

species_elitism: representa o numero de espécies a serem preservadas contra a extingao.
Desta forma o algoritmo ganha tempo para geraciao de novas espécies mesmo que todas

estejam estagnadas. O valor escolhido foi o de 0 espécies;

reset_on_extinction: define se o algoritmo serd reiniciado com uma nova populagdo em
caso de extin¢do da populacao atual. Caso definido como falso, o algoritmo se encerra

lancando uma exceg¢do. O valor escolhido foi o de "verdadeiro";

elitism: representa o nimero de melhores individuos por espécie que irdo sobreviver de

uma geracao para outra. O valor escolhido foi o de 2 individuos por espécie;

survival_threshold: define a taxa de reproducao (crossover) por geracdo de cada espécie.
O valor escolhido foi o de 0,2, o que significa que 20% da populagdo ird realizar crossover

para a geracao de novos individuos;

conn_add_prob: a probabilidade de mutacdo do tipo adi¢ao de conexdo entre dois nds

existentes. O valor escolhido foi o de 0,15 ou 15%;

conn_delete_prob: a probabilidade de muta¢do do tipo remog¢ao de conexado entre dois nds

existentes. O valor escolhido foi o de 0,1 ou 10%;

node_add_prob: a probabilidade de mutagcdo do tipo adicdo de né em uma conexao
existente. Ao efetuar esta adi¢do, a conexdo anterior € desabilitada. O valor escolhido foi o
de 0,15 ou 15%;
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node_delete_prob: a probabilidade de mutacdo do tipo remo¢ao de um né. Ao efetuar esta
operacdo, todas as conexdes deste n6 sdo desabilitadas. O valor escolhido foi o de 0,1 ou
10%;

num_inputs: o nimero de nds de entrada na rede neural. O valor escolhido foi o de 40 n6s,

que representa o total de informacdes fornecidas pelo Rsoccer;

num_outputs: o nimero de nds de saida da rede neural. O valor escolhido foi o de 6 nds,

representando a velocidade de cada roda de cada um dos 3 robos;

activation_default: a fungao de ativacdo padrao fornecida para cada novo né inserido na
rede. a func¢do escolhida foi a tangente hiperbdlica, pois seus valores variam de -1 a 1,

sendo assim compativeis ao intervalo de valores esperado por cada um dos robos;

weight_max_value: o valor maximo permitido para o peso das conexdes. Pesos acima

deste valor serdo fixados neste maximo. O valor escolhido foi 1;

weight_min_value: o valor minimo permitido para o peso das conexdes. Pesos abaixo

deste valor serdo fixados neste minimo. O valor escolhido foi -1;

Jeedforward: caso definido como ’verdadeiro’ este parametro forca as conexdes a irem
sempre para camadas a frente, ndo permitindo a retroalimentacdo da rede. Caso contrario,
nao haverd nenhum tipo de monitoramento em relacdo a este parametro. O valor escolhido

foi o de verdadeiro;

response_max_value: valor maximo do n6 de saida da rede neural. Definido em 1 para

corresponder com o intervalo esperado pelo Rsoccer;

response_min_value: valor minimo do né de saida da rede neural. Definido em -1 para

corresponder com o intervalo esperado pelo Rsoccer.

Treinamento da rede neural

Apés a configuracao de todos os pardmetros necessarios torna-se possivel a execug¢do do

treinamento da rede neural. Para tal, foi implementado um cédigo em Python que faz uso do

NEAT junto do Rsoccer. O funcionamento geral deste c6digo pode ser visto no algoritmo 3.

A partir deste cédigo, dois cendrios de treinos foram propostos:

* Seguir a bola: nesse treinamento o Unico objetivo da rede neural € o de garantir que um dos

robds seja capaz de chegar até a bola. Cada execucao do treinamento € finalizada assim

que o robd chega até a bola;
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 Partida completa: nesse treinamento o objetivo da rede neural é controlar todos os robds
para garantir que cumpram o objetivo de fazer um gol. Uma execucdo € finalizada quando

um gol acontece ou ap6s um determinado nimero de passos € atingido.

Algorithm 3 Estrutura geral de cédigo para treinamento de rede Neural utilizando NEAT e
Rsoccer
Require: Arquivo de configuracdo do NEAT
Ensure: Melhor rede neural capaz de solucionar o problema proposto
Inicializa neat com arquivo de configuragcao
pop <— neat.pop > atribui populag¢ao inicial do neat a varidvel pop
solucionado < falso
while solucionado = falso do

recompensa < || > Inicializa um vetor de zeros do tamanho da populacio
Jj<+<0
for individuo ¢ de pop do > loop executado de forma paralela para cada individuo

Inicia simula¢do do Rsoccer
while simulacao nao for finalizada do
1.entradas < Rsoccer.state > Entrada da RN recebe estado atual do Rsoccer
comandos = i.saidas
envia comandos para Rsoccer
recompensalj] < recompensalj] + Rsoccer.recompensaDaJogada
end while
if recompensalj] > fitnessThreshold then
solucionado < verdadeiro
melhorIndividuo < 1
end if
jJ+1
end for
Efetua mutagdes e crossover nos individuos de acordo com a recompensa de cada um
deles
Gera préxima geragdo com novos individuos gerados de acordo com critérios definidos
nas configura¢des do NEAT
end while
retorna melhorIndividuo

3.6.1 Treinamento seguir a bola

Para este treinamento o tnico objetivo da rede neural € o de garantir que um robd seja
capaz de ir até a bola. O objetivo € verificar se 0 NEAT € capaz de realizar tarefas mais simples e

somente na sequéncia prosseguir para situacdoes mais complexas.

Para tal, a seguinte fitness foi utilizada no Rsoccer:

0 dist >0,1m
(3.1)
1 dist <0,1m
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em que dist € a distancia entre o robd e a bola em metros. A metodologia de avalia¢do escolhida

foi baseada na disponibilizada no artigo de Martins et al. (2021), com o objetivo de confrontar

os resultados do presente trabalho com os obtidos no paper original do Rsoccer.

3.6.2 Treinamento da partida completa

Para este treinamento € necessdrio configurar a forma que se deseja avaliar cada execucao

de uma partida. Desta forma, os seguintes parametros sao utilizados para avaliar os individuos:

* Movimentagdo do robd em direcio a bola (move Reward): Para calcular esta recompensa
efetua-se o célculo do cosseno do angulo formado pelo vetor da velocidade do robd e o
vetor posi¢do do robo - posicdo da bola. Quanto menor o angulo formado por estes vetores,
maior serd o valor do cosseno, € com 1SS0 maior a recompensa, uma vez que quanto menor
for este angulo, mais correta serd a movimentagdo do rob6 em relacdo a bola. Esta relacao
pode ser visualizada na Figura 15. Em azul tem-se o vetor de velocidade do robo, em
vermelho o vetor robd-bola. O cosseno do angulo ¢ formado por estes dois vetores fornece

a recompensa recebida pelo robd em questao;

Energia potencial da bola (ball Potential Energy): Nesta recompensa a pontuacdo é
concedida pela movimentacio da bola em campo. Colocar a bola em movimento concede
uma recompensa positiva ao robd enquanto jogadas que causem uma desaceleragcdo na
mesma concedem uma recompensa negativa. Para tal, os mdédulos de velocidade da bola do
quadro atual s@o somados, e subtraidos da somatéria destes mdédulos do quadro anterior. O
resultado desta operagdo representa a recompensa a ser concedida para o individuo como

um todo;

ocorréncia de gol: caso aconte¢a um gol na partida, 10 pontos sdo somados a recompensa
caso o gol seja marcado pela rede em treinamento. Caso a rede sofra um gol, 10 pontos

sdo descontados da recompensa.

Sendo assim, cada jogada do time de robds como um todo € avaliada seguindo estes

parametros e a pontuacio da rede neural na partida é definida pelo somatério das pontuacdes de

cada jogada durante a partida.
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Figura 15 — Relacdo para determinar movimentacdo do robd em dire¢do a bola. Fonte: Elaborado
pelo Autor.

3.6.2.1 Problemas identificados

Ap6és as primeiras execugdes dos treinamentos, cujos resultados sdo apresentados na
subsecdo 4.2.1, um comportamento padrdo foi observado: inicialmente, toda a populagdo inicial
apresenta um desempenho ruim na resolucao do problema proposto. Como resultado, a fitness
desses individuos € bastante baixa, uma vez que eles s@o penalizados por executarem mal a tarefa.
No entanto, qualquer pontuagdo, seja positiva ou negativa, exige que o robd execute a tarefa.
Com isso, uma oportunidade encontrada pela rede neural foi manter os robds sempre parados,

pois uma fitness total de O ponto é maior do que qualquer fitness negativa.

Com isso, todos os testes realizados com as configuragdes iniciais convergiram para um
mesmo valor: 0 ponto de fitness. Dessa forma, o melhor individuo de toda execucdo sempre sera
aquele que executar o menor nimero de movimentos, uma vez que este comportamento ¢ muito

mais facil de ser atingido do que o comportamento de realmente desempenhar bem em campo.

3.6.2.2 Melhorias implementadas

A fim de solucionar o problema apresentado na subsecao anterior, uma nova métrica foi
adicionada a funcao de avaliagdo do desempenho do individuo: a cada passo que este mantiver a
velocidade dos robos igual a zero, 50 pontos sao descontados. Desta forma, explorar o ambiente
torna-se uma opc¢ao muito mais interessante do que simplesmente ficar parado enquanto a partida
acontece. Com iss0, a nova fitness avalia todos os pontos citados na secdo 3.6.2 com este desconto

de pontuagdo para evitar que os robos repitam o comportamento citado anteriormente.
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3.6.2.3 Novos problemas

A nova metodologia para o célculo da fitness foi capaz de resolver parcialmente o
problema. Notou-se que o numero de individuos que nio executavam nenhuma a¢do em campo
se tornou drasticamente menor, mas o algoritmo encontrou uma nova forma de convergir para
uma fitness de 0 ponto: andando em circulos. Cada robd continua sem interagir diretamente
na partida e evita a penalidade implementada por ficar parado. Esse comportamento também
permite uma convergéncia precoce, ja que € muito mais facil do que uma convergéncia por bom

desempenho. Por isso, é necessdria uma nova adaptacio no célculo da fitness.

Para isso, € necessdrio entender a movimentacao do robd enquanto anda em circulos.
Para andar em circulos sem sair do lugar, € necessério que a velocidade de uma das rodas seja
0, enquanto a outra roda acelera o robd, fazendo com que o mesmo gire em torno do proprio
eixo. Desta forma, a regra estabelecida foi a seguinte: caso uma das rodas de um rob6 fique
com velocidade igual a 0 por mais de 6 quadros consecutivos, uma penalidade € aplicada. Essa
penalidade € reaplicada para cada quadro subsequente que faca com que o comportamento
se mantenha. Com isso, a penalidade pode ser aplicada tanto para o caso do rob6 se manter

completamente parado quanto para os casos da movimentagdo em circulo.
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4 RESULTADOS

Este capitulo tem como objetivo apresentar os resultados dos treinamentos da rede neural

proposta de acordo com variadas configuracdes e func¢des para calculos de rede.

4.1 Treinamento para seguir a bola

Esta secdo tem como objetivo apresentar os resultados do primeiro treinamento utilizando
o NEAT para fazer com que os rob0s sigam a bola. Neste treinamento, os robds adversarios
permanecem estaticos, o que torna o ambiente um pouco menos dindmico e mais féacil de ser

explorado. Contudo, a cada execug¢do, os robds e a bola sdo posicionados em locais aleatorios.

Na Figura 18, € possivel observar a evolugao do algoritmo em uma execugao de 500
geracoes. No eixo X, tem-se o registro do nimero de geracdes, € no eixo Y, a fitness. A linha
em azul representa a média da evolucdo da fitness das geracdes, e a linha vermelha representa a
evolucao da fitness do melhor individuo de cada geracao. Como a firness desse treinamento é
definida como 0 (zero) caso o robo ndo alcance a bola e 1 (um) caso o robd atinja a bola, pode-se
dizer que, apenas pela andlise grafica, na dltima geracao, a rede neural € capaz de resolver o

problema de alcancgar a bola em aproximadamente 70% das vezes.

O trabalho de Martins et al. (2021) também implementou redes neurais que efetuam um
treinamento para fazer com que os robos sigam a bola. Os resultados obtidos por ele podem ser
vistos na Figura 17. Para obter tais resultados, Martins et al. (2021) utilizaram redes neurais mais
complexas, como o Soft Actor Critic (SAC) e o Deep Deterministic Policy Gradient (DDPG),
que exigem um maior esfor¢o de configuracao e um maior custo computacional para execugao.
Ao comparar os resultados, é possivel notar que a taxa de sucesso das redes mais complexas foi

maior, na faixa dos 90%.

A rede gerada pelo NEAT foi capaz de solucionar parcialmente o problema com uma
complexidade de desenvolvimento e configuracdo extremamente reduzida. A rede gerada foi
uma rede neural simples e ndo precisou ser configurada, uma vez que o NEAT foi o responsédvel
pela sua geracdo. Um ponto importante para garantir uma boa comparagao entre os graficos é o
nimero de passos utilizados por cada um dos algoritmos. Nos resultados obtidos neste trabalho,
tem-se o grafico baseado em niimero de geracdes. Cada geracdo possui 500 individuos que, por
sua vez, jogam partidas de até 30 segundos. Como cada passo de uma partida tem a duragdo de
0,25 segundo, pode-se dizer que foram necessarios aproximadamente 30 milhdes de passos para
obter o resultado presente neste trabalho. Esse nimero € maior se comparado ao trabalho de

Martins et al. (2021), o que € justificado pela diferenca de complexidade das redes.
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Figura 16 — Resultados do treinamento de rede neural para seguir a bola. Fonte: Elaborado pelo
autor.
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Figura 17 — Resultados do treinamento de Martins et al. (2021) para que o robd siga a bola
(DDPG em azul e SAC em laranja). O eixo X representa o nimero de passos € 0
eixo Y representa a fitness.

4.2 Treinamento de partida completa

4.2.1 Resultados de configuracdo inicial

Utilizando os parametros definidos na secao 3.5 e a avaliacdo de fitness definida na
subsecdo 3.6.2, a Figura 18 apresenta os resultados do treinamento utilizando destes parametros.
A linha vermelha representa a evolu¢do do melhor individuo de cada geragdo, a linha azul

representa a fitness média da geracdo e a linha verde o desvio padrao de cada geracdo. Na
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imagem pode-se notar uma convergéncia precoce do algoritmo, levando a um resultado onde o
melhor individuo sempre € o de fitness igual a zero. Esse comportamento ocorreu conforme o
abordado na secdo Problemas identificados, onde um individuo que faz com que os robos fiquem

parados se torna o melhor individuo da populagio.

Média e Maior fitness da populagdo
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Figura 18 — Primeiro resultado de treinamento da rede Neural. Fonte: Elaborado pelo autor.

Focando em um dos parametros do NEAT que € a possibilidade de reiniciar o processo
de treinamento no caso de estagnacdo dos resultados, o segundo teste com estas configuragdes
teve como objetivo permitir um reinicio da populacdo apds um periodo de estagnacdo maior que
15 geracdes. A Figura 19 apresenta os resultados deste experimento. Nela € possivel verificar o
comportamento padriao da populacdo com os parametros fornecidos, que € o de sempre convergir
para uma fitness de zero pontos com individuos que fiquem parados. Mesmo ap6s o reinicio da

populagdo, que aconteceu por volta da geracdo 25, o comportamento se repete.
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Média e Maior fitness da populagdo
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Figura 19 — Treinamento de rede neural com reinicio por estagnacdo. Fonte: Elaborado pelo
autor.

4.2.2 Resultados ap0s alteracao de fitness

Ap6s alterar a funcdo de fitness, como citado na subsecdo 3.6.2.2, pode-se notar um
comportamento similar a citado anteriormente. Na Figura 20 fica claro um comportamento
similar ao obtido no experimento anterior: uma convergéncia precoce para uma fitness que tende
a zero. Desta vez o rob0 ndo ficou parado, ele passou a andar em circulos, de forma que sempre
se manteve em movimento, ignorando a penalidade referente ao rob6 parado, porém seguindo

sem interagir com o campo.

Ao aplicar as alteracdes citadas na subsecdo 3.6.2.3, o comportamento também se
manteve, dessa vez com o robd efetuando semi-circulos e alterando seu sentido entre horario e
anti-horario regularmente. A Figura 21 mostra que este comportamento também leva para uma

fitness de zero pontos.
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Média e Maior fitness da populagdo

200 1

=200 4

Fithess

=400 ~

—600 4

=800

0 5 10 15 20 25 30 35 40
geragtes

Figura 20 — Treinamento de rede neural com puni¢do por ficar parado. Fonte: Elaborado pelo

autor.
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Figura 21 — Treinamento de rede neural com puni¢do por ficar parado e executar circulos. Fonte:
Elaborado pelo autor.
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4.2.3 Resultados removendo estagnacao

Para garantir que o algoritmo tenha tempo para se desenvolver, a propriedade de estag-
nacdo foi removida, dando ao algoritmo o tempo necessario para uma possivel convergéncia.
Porém, este nao foi o resultado obtido. Como pode ser observado na Figura 22, o algoritmo
nao mostrou nenhum tipo de rea¢do, mantendo a mesma média obtida nos testes anteriores € o

melhor individuo com uma fitness tendendo a zero.

Média e Maior fitness da populagdo
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Figura 22 — Treinamento de rede neural sem estagnacao apds 60 geracdes. Fonte: Elaborado
pelo autor.

Um teste mantendo a execuc¢do por muito mais tempo foi realizado e, ainda assim, a rede
neural ndo foi capaz de solucionar o problema. Nele também foi adicionada uma puni¢do maior
por efetuar movimentos circulares. Com isso, a convergéncia do algoritmo foi para um valor
um pouco menor que zero, como pode ser visto na Figura 23 pois a melhor solucao ainda foi a
de realizar movimentos circulares, porém agora este comportamento recebeu uma pontuagao

menor.
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Figura 23 — Treinamento de rede neural sem estagnacdo apds 300 geracdes. Fonte: Elaborado
pelo autor.
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5 CONCLUSOES E TRABALHOS FUTUROS

5.1 Conclusoes

Este trabalho desenvolveu e avaliou uma rede neural baseada no NEAT para resolver
problemas no ambiente da categoria Very Small Size Soccer da equipe Rodetas Rob6 Clube.
Embora o NEAT tenha apresentado bom desempenho em tarefas simples, como seguir a bola,

encontrou dificuldades em tarefas mais complexas, como jogar uma partida completa.

Apesar das limitagdes encontradas, os objetivos propostos foram alcangados, uma vez
que foi criado um ambiente de treinamento de redes neurais integrado a equipe Rodetas e avaliado

o desempenho de redes neurais evolutivas em tarefas complexas.

Observou-se que o NEAT gera redes neurais relativamente simples, o que pode limitar
seu desempenho em tarefas dindmicas e complexas. Uma possivel abordagem para melhorar o
desempenho seria utilizar uma rede neural mais robusta ou quebrar o problema principal em

subtarefas menores, permitindo que o NEAT possa resolvé-las de forma mais eficiente.

5.2 Trabalhos Futuros

Como trabalhos futuros, propde-se a utilizagdo o NEAT na tomada de decisdes, for-
necendo como saida os pontos onde cada robd deve estar, e deixando para um algoritmo de
planejamento de caminhos a tarefa de tracar a rota a ser atingida. Outra possibilidade de traba-
lho futuro seria explorar outras técnicas de otimizacao para redes neurais evolutivas, a fim de

encontrar topologias mais complexas e eficientes.

Por fim, vale destacar que modelos mais complexos de aprendizado por refor¢co podem
ter a capacidade de resolver a tarefa de partida completa. Desta forma, trabalhos focados em
modelos baseados em politicas (policy-based models) ou outros modelos mais robustos podem

chegar ao resultado final esperado.
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