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“Se a verdade é relativa, é relativa em relação a quê?”

— G. K. Chesterton (1874 – 1936),
in: Daily News, 02 Jun 1906.



Resumo
Notícias falsas se propagam mais rápido no Twitter do que notícias comuns, elas podem
desde influenciar o resultado de uma eleição a até causar mortes por tratamentos incorretos
de doenças. Este trabalho tem por objetivo principal utilizar métodos baseados em
transferência de aprendizagem para aprendizado de máquina e a biblioteca Transformers
para classificação de tweets em verdadeiro e falso. Para isso primeiro é revisada a teoria a
respeito das causas e consequências das notícias falsas, tecnologias empregadas e trabalhos
relacionados. Elaborada uma base de dados rotulada de forma confiável a partir de
postagens extraídas do Twitter. Treina-se os modelos Natural Language Processing (NLP)
de classificação baseados em transferência de aprendizado para o idioma português e
avalia-os. O modelo de Bidirectional Encoder Representations from Transformers (BERT)
ajustado a partir do pré treinamento de Souza, Nogueira e Lotufo (2020) obteve o melhor
resultado, conseguindo acurácia de 95,1% de acurácia e 95,4% de F1 para verificação de
autenticidade de postagens e 94,4% de acurácia e 94,6% de F1 para detecção de notícias
falsas. Até o momento da apresentação deste trabalho não foram encontrados resultados
superiores na classificação de tweets em português, sendo a principal contribuição deste
trabalho um modelo no estado da arte para o problema. Além disso, esse trabalho serve
de apoio para pesquisas em português que busquem utilizar os modelos disponíveis na
biblioteca transformers para NLP em categorização de textos.

Palavras-chaves: Fake news. Desinformação. Verificação. Machine learning. Transfer
learning.



Abstract
False news spreads faster on Twitter than common news, they can from influencing the
outcome of an election to even cause deaths for incorrect treatment diseases. This work
aims to use methods based on learning transfer for machine learning and librarysformers for
rating of tweets in true and false. For this first is revised the theory Arespeito of the causes
and consequences of false news, employed technologies and related works. Elaborated a
database reliably labeled from deposts extracted dotwitter. Train the Natural Language
Processing (NLP) models based on learning transfer for the Portuguese language and eval-
uate them. The bidirectional model Representations from Transformers (BERT) adjusted
from the pre-training of Souza, Nogueira and Lotufo (2020) obtained the improvement,
achieving an accuracy of 95.1% of accuracy and 95.4% of F1 for verification of Posts and
94.4% accuracy and 94.6% F1 for false news detection. Until the presentation of this work
no higher results were found in the classification of Tweets in Portuguese, being the main
contribution of this work a model in the state of art for the problem. In addition, this
work serves as support for Portuguese surveys that seek to use the models available in the
Transformers library to NLP in categorization of texts.

Key-words: Fake-News. Misinformation. Verification. Machine learning. Transfer learn-
ing.
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1 Introdução

Os veículos de notícia de grande circulação por muito tempo foram jornais, revistas,
rádio e televisão. Entretanto, com um alcance global, a Internet assumiu um papel muito
importante na circulação de notícias. Essas notícias circulam através de vídeos no Youtube,
portais de notícia como o Universo Online (UOL) e também em redes sociais como
Facebook, Twitter e WhatsApp. Hoje em dia, segundo Shearer e Mitchell (2021), 53%
dos americanos utilizam redes sociais como veículo de informação com alta e moderada
frequência.

Enquanto nos veículos noticiários legados grande parte das notícias eram construí-
das por jornalistas, a popularização da Internet permitiu que usuários comuns também
escrevessem notícias, sem passar portanto por nenhuma verificação. Com isso, a qualidade
das notícias em circulação foi afetada, aumentando o número de notícias que promovem
desinformação ou espalham informações falsas.

A acessibilidade da Internet tornou enorme o número de informações compartilhadas
em redes sociais. Surgiu então a necessidade de se construir ferramentas capazes de
classificar textos, para descobrir se a informação que ele carrega é verdadeira ou falsa. Sites
como Facebook e Twitter trabalham para evoluir no sentido em que as informações que
estão sendo lidas e compartilhadas nas redes sociais possam ser o mais próximo possível
dos fatos.

1.1 Elaboração do capítulo
Esta monografia aplica técnicas modernas de processamento de linguagem natural

ou NLP e aprendizagem de máquina para classificar postagens extraídas do Twitter em
notícias verdadeiras ou falsas. Como o número de postagens em redes sociais é muito
elevado, torna-se humanamente inviável de serem verificadas manualmente, fazendo-se
necessário um modo de verificação computacional. Para este trabalho, foram ajustados
modelos de BERT, Robustly optimized BERT approach (RoBERTa), Crosslingual Language
Model - RoBERTa (XLM-R) e ELECTRA, para então escolher a melhor opção.

1.2 O problema de pesquisa
As notícias falsas podem causar inúmeras consequências, Bovet e Makse (2019)

analisaram a influência de notícias falsas no Twitter durante as eleições presidenciais de
2016. Islam et al. (07 Oct. 2020) analisaram impactos da desinformação sobre Corona Virus
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Disease 2019 (COVID-19) em vários países, sendo que na Turquia chegaram a morrer
cerca de 800 pessoas e 5876 foram hospitalizadas devido a um rumor que afirmava que a
ingestão de metanol curava COVID-19.

Segundo Vosoughi, Roy e Aral (2018), notícias falsas se propagam 70% mais rápido
no Twitter. Com isso, torna-se um problema até mesmo corrigir seus efeitos mesmo
depois de ter descoberto uma postagem falsa, pois a correção não consegue alcançar
a velocidade de disseminação da notícia falsa. Este fato torna crítica a necessidade de
descobrir uma postagem falsa o mais cedo possível, pois o dano será bem menor, já que a
postagem se espalha exponencialmente com o tempo. Apesar de todos problemas causados
pelas notícias falsas, é inviável colocar pessoas para ficarem checando cada postagem em
uma rede social para averiguar se trata-se de informação verdadeira ou falsa. Por isso, é
urgente a necessidade de ferramentas capazes de classificar informações de postagens de
forma computacional. Mais carente ainda observamos que é tal processamento no idioma
português, esse trabalho busca dar alguns passos para preencher esta lacuna no idioma
português.

1.3 Objetivos
O presente trabalho tem como objetivo geral elaborar um classificador de tweets em

verdadeiros ou falsos baseado em transferência de aprendizagem para o idioma português.
Envolve a revisão da literatura para investigar causas e efeitos das notícias falsas, construção
de uma base de dados para treinamento e avaliação de uma ferramenta capaz de analisar
de forma computacional se a mensagem de um tweet é verdadeira ou falsa. Este trabalho
apenas considera os elementos textuais de uma publicação, estão fora do escopo deste
trabalho analisar imagens, vídeos, relações sociais, propagação na rede entre outras técnicas.
A abordagem aqui empregada lança mão das mais modernas técnicas de NLP na detecção
de notícias falsas.

Este trabalho possui os seguintes objetivos específicos:

• Analisar causas e efeitos de notícias falsas através de revisão bibliográfica;

• Criar uma base de dados confiável (amostras falsas são verificadamente falsas e
verdadeiras são verificadamente verdadeiras) em português;

• Escolher modelos utilizados no trabalho;

• Treinar os modelos com a base de dados;

• Apresentar o resultado dos modelos;

• Apontar o melhor modelo.
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1.4 Metodologia
O primeiro passo é a construção de uma base de dados contendo postagens dos

usuários da rede social. Além disso, ela precisa ser classificada de forma confiável, pois é
utilizada para o treinamento do algoritmo. Ser confiável significa que na realidade todas
amostras falsas podem ser verificadas que de fato são falsas e todas as verdadeiras é
possível verificar que são verdadeiras. Para construção dessa base de dados, primeiro a
ferramenta Get Old Tweets (GOT) de Henrique (2018) foi utilizada, assim foi possível
obter tweets de notícias falsas passadas que são processadas por classificações manuais,
ou seja, cada postagem é lida e classificada manualmente. A Figura 1 ilustra o fluxo do
trabalho.

Figura 1 – Fluxograma de atividades

Início

Coleta de dados

Preparação dos dados

Seleção de modelos

Treinamento dos modelos

Teste dos modelos

Seleção do modelo

Fim

Classificação dos dados

Implementação dos modelos

Análise dos resultados e 

seleção do melhor modelo

Fonte: Elaborado pelo autor
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Os textos obtidos passam por uma fase de preparação, tornando-os adequados
para servirem de entrada nos modelos. Na fase de seleção de modelos, dentre os modelos
de aprendizagem de máquina disponíveis, são escolhidos aqueles que podem ser usados
no problema. Na fase seguinte, o código para utilização de cada modelo é implementado.
Treina-se os modelos e testa-os para obter resultados. Após os testes, é feita a comparação
dos resultados e é elegido o melhor modelo ajustado para resolver o problema.

O objeto de pesquisa deste trabalho é a análise automática de notícias falsas em
português. Os passos para execução deste trabalho são assim definidos na Figura 1.

1.5 Resultados e contribuições
O modelo de BERT ajustado a partir do pré treinamento de Souza, Nogueira e

Lotufo (2020) obteve o melhor resultado, conseguindo acurácia de 95,1% de acurácia e
95,4% de F1 para verificação de autenticidade de postagens e 94,4% de acurácia e 94,6%
de F1 para detecção de notícias falsas. Até o momento da apresentação deste trabalho não
foram encontrados resultados superiores na classificação de tweets em português, sendo a
principal contribuição deste trabalho um modelo no estado da arte para o problema. Além
disso, esse trabalho serve de apoio para pesquisas em português que busquem utilizar os
modelos disponíveis na biblioteca transformers para NLP em categorização de textos.

1.6 Organização do trabalho
O restante deste trabalho é organizado como se segue. O Capítulo 2 apresenta

estudos relevantes para entender as notícias falsas em redes sociais e os métodos de
NLP. No Capítulo 3, é explicado todo o processo prático da elaboração e utilização da
ferramenta. O Capítulo 4 apresenta os resultados obtidos e faz a comparação entre eles. Por
fim, no Capítulo 5, apresenta-se os pontos mais importantes obtidos através do trabalho e
possibilidades de trabalhos futuros.
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2 Revisão bibliográfica

As primeiras seções fornecem a fundamentação e os conceitos necessários enquanto
a última discute os principais trabalhos relacionados. Na primeira seção, busca-se explicar
os conceitos de pós-verdade, desinformação e fake news, e explicar suas causas. Prossegue-se
com a fundamentação referente às ferramentas utilizadas por este trabalho. Mostra-se uma
visão sobre os aspectos jurídicos. Por fim, apresenta-se trabalhos relacionados.

2.1 A tríade calamitosa da informação
Pós-verdade (post-truth) foi a palavra do ano em 2016 no dicionário Oxford (FOX,

2016). Fake news foi a palavra do ano em 2017 no dicionário Collins (COEN, 2017) e
desinformação (misinformation) foi a palavra do ano em 2018 no site dictionary.com
(ITALIE, 2018).

2.1.1 Notícias falsas, também conhecidas como Fake News

O dicionário Collins (2016) define notícia falsa como “informação falsa, frenquente-
mente sensacional, disseminada sob o propósito de passar-se por notícia” (tradução do
autor). Entretanto, é interessante observar que notícias falsas ou fake news é um termo
que sofreu certa evolução com o passar do tempo. Pode-se dizer que:

as notícias falsas do passado estavam associadas mais à prática jornalís-
tica e correspondiam aos falsos acontecimentos que a imprensa porventura
viesse a publicar (como no caso do jornalismo amarelo). Hoje, o estado da
arte acerca do conceito fake news mostra que as notícias falsas acabam
sendo desprendidas do jornalismo e aparecem em outras formas de comu-
nicação que se valem do formato reconhecido dos produtos jornalísticos
(CARVALHO, 2019, p. 9).

Apesar das considerações anteriores para o entendimento prático deste trabalho,
define-se como notícia falsa aquela mensagem que contém informações que não estão de
acordo com os fatos1. Já como notícia verdadeira, aquela mensagem cujas informações
estão de acordo com os fatos e pode ser verificada. A notícia em que a mensagem possui
informações que os fatos não podem ser verificados estão fora do escopo deste trabalho.

2.1.1.1 Tipologia das Fake News

Uma das tipologias de notícias falsas mais conhecidas é a de Tandoc Jr., Lim
e Ling (2018), eles dividiram-nas em sátira, paródia, fabricação, manipulação de foto,
1 Fato: Informação cuja realidade pode ser comprovada.
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anúncio/publicidade e propaganda. Aqui, porém, acredita-se que podem ser definidos
menos tipos. Levando em consideração a intenção do autor da postagem falsa, pode-se
observar os 3 tipos de notícias falsas a seguir.

Em primeiro lugar, as postagens onde o autor pretende obter o humor. Em segundo
lugar, quando o autor pretende alterar a percepção do leitor a respeito de um determinado
assunto, ou seja, promover ou difamar um produto/pessoa. Por fim, aquela com a finalidade
de crime cibernético, onde uma conta invadida ou um perfil de página/usuário falso são
utilizados para divulgar informações falsas a respeito de promoções, benefícios gratuitos,
atualizações, entre outras técnicas de engenharia social que são usadas para atrair o leitor
a visitar uma página maliciosa na web e/ou fornecer informações pessoais.

2.1.2 Desinformação, também conhecida como Misinformation

O site Dictionary.com (2018) define desinformação (misinformation) como “infor-
mação falsa que é espalhada, independentemente de se há intenção de enganar” (tradução
do autor). Desinformação é realmente próximo do conceito de fake news, sendo que o
segundo é um caso do primeiro em que há intenção de enganar. Uma observação importante
a respeito da palavra desinformação é sobre o contexto do verbo desinformar: uma pessoa
que consumiu desinformação é desinformada no sentido em que está mal informada e não
sem informações.

2.1.3 Pós-verdade, também conhecida como Post-truth

Segundo o dicionário Oxford (2017), pós-verdade é um adjetivo e está “relacionado
a circunstâncias em que as pessoas respondem mais a sentimentos e crenças do que fatos”
(tradução do autor). Esse adjetivo é muitas vezes utilizado dizendo que nós estamos na era
da pós-verdade, ou seja, uma era em que as pessoas dão mais importância aos sentimentos
e crenças pessoais do que à razão. Considerando a atualidade um momento de pós-verdade,
torna-se ambiente perigoso para desinformação por facilitar a disseminação de informações
falsas.

No livro Post-truth de McIntyre (2018), o autor do livro encontra 5 motivos para
explicar o atual fenômeno de pós-verdade, que permite a proliferação da desinformação, e
serão explicados a seguir muito superficialmente. Para uma maior compreensão e referências,
é recomendada a leitura do livro. Resumidamente:

2.1.3.1 Negação da Ciência

Parte de muitos argumentos, como dizer que os estudos são tendenciosos, afirmar que
tal teoria não pode ser comprovada cientificamente e financiar cientistas para produzirem
evidências no intuito de gerar dúvida.
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2.1.3.2 Predisposição Cognitiva

Algumas tendências da nossa mente acabam nos tornando menos racionais do que
imaginamos que somos. Tendências como evitar o desconforto psicológico ou desarmonia
das crenças (dissonância cognitiva), evitar desconforto social (conformidade social), a ideia
de pensar que sua crença inicial está sempre correta (viés de confirmação).

2.1.3.3 Declínio da Mídia Tradicional

Alguns fatores levaram a perda de popularidade entre os meios jornalísticos tradi-
cionais, como televisão e jornal. Entre eles, estão a mídia partidária, a ascensão das redes
sociais e a promoção de alguns veículos de que pontos de vista diferentes deviam ter a
mesma importância, mesmo que um fosse comprovadamente menos confiável que o outro.

2.1.3.4 Ascensão das Redes Sociais

A popularização da banda larga, dos computadores pessoais e dos smartphones fez
com que as pessoas pudessem usar as redes sociais para se comunicarem com muito mais
facilidade. Além disso, as redes sociais proporcionaram as pessoas cercarem-se apenas da-
quilo que elas desejam, vivendo em um ambiente online parecido como uma bolha, gerando
um ciclo de repetição de confirmação das coisas que elas acreditam, independentemente
de serem fatos verdadeiros ou não. Além de toda velocidade praticamente instantânea de
disseminação e consumo de informações.

2.1.3.5 Relativismo do Pós-modernismo

A relativização da verdade defendida pela cultura pós-modernista. Um dos legados
do pós-modernismo para a era atual foi a ideia de que não existe verdade, com isso,
toda notícia poderia ser desconstruída do ponto de vista de alguém e cada pessoa que
desconstruísse poderia ter uma verdade diferente.

2.1.4 Leituras complementares

Como complementação teórica para o leitor que deseja se aprofundar mais no
assunto do ponto de vista de ciência da informação, recomenda-se o volume 28, número 3
da revista El professional de la información (POSVERDADE. . . , 2019), pois esta edição
trata apenas de pós-verdade e desinformação. Araújo (2020) investiga sobre o fenômeno
de pós-verdade. Um panorama sobre as crenças em notícias falsas e sua proliferação é
apresentado por Lazer et al. (2018), passando pelos campos da ciência da informação,
psicologia e tecnologia.

Para aprofundar nos aspectos psicológicos, pode-se recorrer a alguns trabalhos.
Uma abordagem sobre os aspectos morais e éticos em termos psicológicos é feita por Effron
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e Raj (2020). Axt, Landau e Kay (2020) buscaram investigar os fenômenos psicológicos por
trás do compartilhamento de desinformação. Já Bago, Rand e Pennycook (2020) analisam
o processo de formação de crença no compartilhamento de desinformação. Acerbi (2019)
aborda a desinformação das perspectivas da evolução cultural e antropologia cognitiva.

2.2 Tecnologia na Informação
Como é inviável empregar esforços humanos na leitura e classificação de cada

postagem em redes sociais para averiguar as informações, a tecnologia deve ser usada para
fazer isso em massa. Mas como a tecnologia pode fazer isso? Homens e máquinas não falam
a mesma língua, para que um algoritmo posso realizar funções sobre um texto, é necessário
primeiramente aplicar técnicas de NLP no texto. Este trabalho utiliza o estado da arte de
NLP para classificação de textos, aplicando-o em postagens extraídas do Twitter.

Conforme apresentado por Shu et al. (2017), existem alguns traços presentes em
notícias falsas que podem ser usados para diferenciá-las, eles podem ser baseados em
características de linguística, visual, usuário, postagens, rede de contatos, conhecimento,
estilo, postura e em propagação. Através de uma ou mais dessas características, é possível
criar ferramentas utilizando diferentes abordagens para resolver o problema. A categorização
ou classificação de texto consiste em “dado algum tipo de texto, decida qual conjunto
predefinido de classes pertence a ele.” (RUSSELL; NORVIG, 2013, 22.2). Neste trabalho,
o tipo de texto são mensagens postadas na rede social Twitter e existem duas classes:
conteúdo verdadeiro e conteúdo falso.

Alguns métodos populares usados para classificação de texto são Bag of Words
(BoW), K-Nearest Neighbors (KNN) e Support Vector Machines (SVM). Mas esses métodos
possuem algumas limitações, como por exemplo não considerarem a posição em que as
palavras aparecem numa frase, muitas vezes usando características apenas quantitativas.
Por exemplo, nas frases ‘Não, nunca diga sim’ e ‘Sim, nunca diga não’ eles poderiam entendê-
las como possuindo significado semelhantes, enquanto o significado delas é praticamente
oposto.

Por conta dessa ‘fraqueza’ de métodos populares mais antigos, novos métodos foram
criados, onde podemos chamá-los de direcionais. Os modelos direcionais consideram a
posição das palavras na frase, seja na direção esquerda pra direita, direita pra esquerda
ou até mesmo bidirecionalmente. Porém o custo computacional para essas ferramentas
é muito alto. Foi aí que os pesquisadores Vaswani et al. (2017), da Google, propuseram
a arquitetura transformer, que possibilitava uso de modelos direcionais com um custo
significativamente menor do que os que existiam na época, tornando tais modelos mais
viáveis para utilização e pesquisa. O campo mais impactado pela custo melhorado pela
arquitetura transformers foram os modelos que utilizam técnicas de aprendizagem profunda
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(deep learning).

Aprendizagem profunda é um procedimento muito custoso computacionalmente,
em que algoritmos de aprendizagem utilizam um conjunto de dados extremamente grande
para obter uma melhor capacidade de generalização. Tais técnicas têm capacidade de
obter melhores resultados que o aprendizado de máquina tradicional, mas estão limitadas
pela dificuldade de treinar os modelos em profundidade. A boa notícia é que nas redes
neurais atuais utiliza-se um conceito de transferência de aprendizagem, com isso, um
modelo pode ser treinado uma única vez profundamente e depois ser distribuído já treinado
para que outras pessoas possam se beneficiar do aprendizado profundo, mesmo sem ter
condições de fazer o treinamento profundo. Com a transferência de aprendizado, os pesos
e as características do modelo que passou por aprendizado profundo são exportadas num
modelo chamado de pré-treinado. Esse modelo pré-treinado já contara com o conhecimento
de um ou vários idiomas (no caso de NLP) pelo qual tenha passado por aprendizado
profundo e estará disponível para ser feito um processo de ajuste fino, para que ele seja
ajustado na resolução de problemas específicos, como classificação de textos, tradução e
geração de texto.

Usando a arquitetura transformer como base, uma série de modelos de aprendizagem
profunda para NLP foram criados. Para facilitar a utilização de tais modelos, Wolf
et al. (2020) fizeram a biblioteca Transformers, que disponibiliza para a comunidade
modelos pré-treinados e modelos ajustados pela comunidade. Além de disponibilizar ampla
documentação, tutoriais, bases de dados, implementações de funções necessárias para o
uso e avaliação dos modelos entre outros recursos. Graças a esta biblioteca, o uso dos
modelos de aprendizagem profunda mais poderosos atualmente é muito mais simples, isto
foi um dos facilitadores que possibilitou o uso de tais modelos neste trabalho.

Portanto, os modelos que foram ajustados nesse trabalho são os que dentro da
biblioteca transformers melhor correspondiam ao problema de análise de notícias falsas,
ou seja, estavam prontos pra ser usados em classificação de texto, seu pré-treinamento foi
feito em português ou multi-idiomas (se um dos idiomas de pré-treinamento for português)
e, por fim, o custo computacional não excedia aos recursos gratuitos disponibilizados pela
plataforma Google Colaboratory (Colab).

2.3 Privacidade e liberdade de expressão
Diante de tudo que já foi exposto, seja das graves consequências que a desinformação

pode causar, ou sobre como a tecnologia deve ser usada para combatê-la, não se pode
negligenciar o risco de que, sob o pretexto de combater a desinformação, os direitos
constitucionais sejam tolhidos. Especialmente o artigo 5o sobre o direito à liberdade
e manifestação do pensamento, e o artigo 220o parágrafo 2 sobre a censura política e
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ideológica, presentes na constituição Brasil (2020). O Brasil vive um momento classificado
como sensível, ocupando a 107a posição no ranking de 180 países sobre liberdade de
imprensa feito pela Organização não Governamental (ONG) Repórteres Sem Fronteiras
(RSF), muito próximo de passar da situação sensível para difícil pelo ranking RSF (2020).

A preocupação com liberdade online é real no Brasil e não uma simples ameaça.
Segundo Lorenzetto e Pereira (2020), o polêmico inquérito das fake news tocado pelo
Supremo Tribunal Federal (STF) é classificado como inconstitucional e na prática censurou
pelo menos 2 veículos de comunicação além de contas de usuários em redes sociais. Já no
poder legislativo, paira uma completa inexperiência e discordância para tratar o assunto,
a situação da divisão entre as opiniões no poder legislativo é explicada como 2 correntes:

uma corrente favorável a criação de leis proibitivas que busquem inibir a
produção e circulação de notícias falsas bem como penas severas para
seus autores. O prejuízo causado à democracia justificaria o risco em que
seria colocado o princípio da liberdade de expressão. Uma outra corrente
mostra-se contrária a punições e proibições sob o mesmo argumento, o
risco que limites impostos à liberdade de expressão traria à democracia,
podendo facilmente estimular e legitimar atos de censura (THEMUDO;
ALMEIDA, 2020).

Prova de que a preocupação com a liberdade online é real é que entre os projetos
de lei analisados de agosto de 2018 até agosto de 2019 para tratar o assunto das fake news,
50% deles foram considerados inconstitucionais por Macedo e Costa (2020). Rodrigues,
Bonone e Mielli (2020) trazem posicionamentos da Organização das Nações Unidas (ONU),
Organização dos Estados Americanos (OEA), Electronic Frontier Foundation (EFF) e
outras redes de entidades, contrárias ao dispositivo de coleta excessiva de dados no Projeto
de Lei (PL) 2630, aprovado pelo senado em 30 de junho, para o combate de fake news,
reconhecendo que o PL prejudica a privacidade dos usuários.

Exposta a problemática, o trabalho aqui presente não pretende entrar em questões
jurídicas de como é ou como deveria ser a lei para lidar com a desinformação. Contudo,
acredita-se que o conteúdo compartilhado nas redes sociais deve ter o emissor do discurso
responsabilizado analogamente a como acontece quando o mesmo é dito na cadeira do bar
ou na mesa de um restaurante, sendo as redes sociais apenas mais um ambiente em que as
pessoas socializam.

2.4 Trabalhos Relacionados
Este trabalho representa um esforço em produzir avanços na detecção de notícias

falsas no idioma português através de NLP na tarefa de categorização de texto e apro-
veitando transferência de aprendizagem. Contribui com a aplicação do estado da arte
em NLP aplicado ao idioma português. De todos trabalhos encontrados na revisão da



Capítulo 2. Revisão bibliográfica 25

literatura, o trabalho que melhor corresponde ao aqui presente é a dissertação de Cordeiro
(2019), pois foi o principal trabalho encontrado de classificação de tweets em fake news
no idioma português brasileiro. Assim como o presente trabalho, ele também envolveu a
construção de uma base de dados de tweets e todas etapas até a aplicação de algoritmos
para classificação.

O livro organizado por Shu et al. (2020) reúne vários artigos cobrindo todo conteúdo
sobre desinformação em redes sociais. Começa desde a conceituação, até caracterização,
identificação, classificação, usuários, estudos de casos, revisão do estado da arte e ect. O
livro busca cobrir todos aspectos sobre o assunto. Uma caracterização de fake news com
revisão do estado da arte sobre a detecção delas é apresentada por Zhang e Ghorbani
(2020). Uma exploração sobre as principais características para detecção de notícias falsas
é mostrada por Reis et al. (2019). Uma discussão a respeito do problema das notícias
falsas, bem como das técnicas de identificação e mitigação, é feita por Sharma et al. (2019).
Uma análise de como a Inteligência Artificial (IA) pode ser usada para derrotar as fake
news é apresentada por Cybenko e Cybenko (2018).

Análise de detecção de notícias falsas nas perspectivas de conhecimento falso da
notícia, estilo de escrita, padrões de propagação e credibilidade do autor, é feita por Zhou
e Zafarani (2020). Já Balestrucci e De Nicola (2020) investigam o comportamento de
usuários do Twitter propícios a compartilhar notícias falsas pelo seu alto envolvimento
com usuários bots em um estudo de caso real. Shu et al. (2020) propõem uma abordagem
de rotulação de amostras por supervisão social fraca para solucionar o problema de obter
bases de dados que passaram por rotulação confiável, pois esta última demanda muito mais
esforço para construção. Uma base de dados para detecção de imagens fora de contexto,
bem como um modelo para classificação, é apresentado por Sabir et al. (2018).

No estudo de de Oliveira, Medeiros e Mattos (2020), foram utilizados cerca de 33
mil tweets em inglês para realizar o treinamento do modelo de classificação. Uma base
de dados em filipino é construída pelos autores Cruz, Tan e Cheng (2020), que ajustam
classificadores conseguindo até 96% de precisão em um modelo multi-tarefa através de
transferência de aprendizado. O corpus FAKE.BR em português para detecção de notícias
falsas, bem como avaliação de alguns métodos de classificação, são apresentados por Silva
et al. (2020).

O trabalho de Apuke e Omar (2021) investiga o compartilhamento de notícias falsas
sobre a COVID-19 na Nigéria. Bal et al. (2020) analisaram postagens e compartilhamentos
de tweets falsos sobre câncer. Cinelli et al. (2020) fizeram um amplo estudo com cerca de
400 mil tweets analisados durante o período de eleição do parlamento europeu em 2019.

Um modelo matemático para predição do espalhamento de notícias falsas no Twitter
é proposto por Murayama et al. (2020). Zellers et al. (2019) analisam um modelo utilizado
para geração de texto que é utilizado para a geração de notícias falsas e também medem a
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capacidade de detectar notícias falsas geradas artificialmente. Uma estrutura usando block
chain é proposta por Qayyum et al. (2019), bem como um levantamento dos desafios e
vantagens da utilização de block chain para a prevenção de disseminação de desinformação.
Gupta et al. (2018) fazem a modelagem de câmaras de eco dentro de redes sociais utilizando
matriz de tensores e aplicam fatoração de tensor na detecção de notícias falsas.

Ghanem, Ponzetto e Rosso (2020) apresentam uma ferramenta para detecção de
notícias falsas utilizando um modelo neural recorrente e uma variedade de características
linguísticas e semânticas. Murayama, Wakamiya e Aramaki (2020) partem do pressuposto
de características universais de notícias falsas para criar um sistema não supervisionado
de detecção de notícias falsas multi-idioma. Uma estrutura para classificação de notícias
baseada em contexto social é apresentada por Shu, Wang e Liu (2019). Borges, Martins e
Calado (2019) propuseram um modelo que utiliza redes neurais recorrentes bidirecionais,
aplicando-o ao corpus Fake News Challenge - 1. Bozarth e Budak (2020) propõem como e
com quais métricas avaliar os modelos atuais de classificação de notícias falsas.

Existem também alguns trabalhos e com as mais variadas técnicas voltadas para
área de verificação, prevenção e combate a desinformação que estão a nível de utilização
por usuários comuns. Santos et al. (2019) propuseram um bot para Telegram que ajuda as
pessoas verificarem notícias. Souza (2019) fez como dissertação de mestrado um aplicativo
Android que auxilia na checagem de links de notícias. Botnevik, Sakariassen e Setty (2020)
fizeram uma extensão de navegador para verificação de fake news.
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3 Desenvolvimento

Este capítulo descreve o desenvolvimento do trabalho. Para realizar este trabalho,
todas as etapas descritas na Figura 1 foram realizadas. A começar pela construção de uma
base de dados, depois o treinamento de modelos de aprendizagem de máquina a partir
dessa base para treinar o classificador de notícias falsas, por fim avaliar qual foi o melhor
classificador.

3.1 Base de dados: definição e procedimentos
Neste trabalho se escolheu utilizar a rede social Twitter e o idioma português.

Por uma questão computacional de lidar com uma menor quantidade de dados (máximo
de 280 caracteres por postagem) e facilidade de obter as postagens, foi escolhida a rede
social Twitter. Escolhida a rede social, pode-se dar continuidade à coleta de dados para o
preenchimento da base de dados.

3.1.1 Coleta de dados

A parte de coleta de dados é uma das mais desgastantes e exaustivas do processo de
construção da base de dados, pois ela envolve pesquisar, obter, selecionar e rotular todos
os dados selecionados para que possam popular a base. Os processos de pesquisar e obter
podem nem sempre retornar os resultados esperados, e o volume de dados retornados pode
ser imenso. Selecionar e rotular manualmente os dados obtidos é exaustivo, pois exige a
leitura individual de cada amostra para avaliar se está num formato útil ou se é melhor
descartar, e, se útil, rotular qual classe a amostra pertence individualmente.

O processo para obter tweets consistiu em pesquisar no site da agência de checagem
as notícias falsas que foram verificadas e pesquisar por elas usando a ferramenta GOT1,
configurando os filtros para a data aproximada da circulação daquele boato. Então, feito o
download de 100 tweets pela ferramenta, cada um era manualmente selecionado e rotulado
pelo autor, indexando-os num arquivo Comma Separated Values (CSV) que já era o arquivo
da base de dados em si. Assim foi feito para todas as amostras de notícias falsas e poucas
amostras verdadeiras. Para as amostras verdadeiras, simplesmente foram selecionadas
notícias (apenas fatos, e não opiniões) da conta oficial do portal G1 no Twitter e indexadas
no arquivo da base de dados até o número de amostras verdadeiras ser balanceado com o
1 Para buscar e baixar os tweets, foi utilizada a ferramenta GOT de Henrique (2018). A GOT provê um

conjunto de recursos para buscar e fazer downloads de tweets, com o código fonte em python, é possível
selecionar os tweets com uma sessão de filtros como data, assunto, tags, usuário, número de tweets e
apenas tweets de usuários populares.
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número de falsas. Na Figura 2, vê-se um exemplo de como é uma postagem do Twitter
originalmente.

Figura 2 – Exemplo de um tweet

Fonte: Conta oficial do portal G1 no Twitter

3.1.2 Preparação dos dados

Depois de obtida a base de dados foram realizados alguns pré-processamentos
descritos a seguir. Amostras repetidas foram excluídas da base de dados. Amostras que os
usuários complementavam a postagem original foram mantidas, pois tal complementação
poderia tornar uma notícia verdadeira ou falsa dependendo do que o usuário adicionasse
na postagem original. Por exemplo, se uma pessoa citar o texto de uma postagem original
afirmando que ela é falsa.

Todas as hashtags foram removidas, pois a simples presença de uma hashtag já
poderia significar por exemplo que uma notícia era falsa ou verdadeira. Além da remoção
das hashtags, removeu-se também todos os links, uma vez que a análise de links de notícias
está fora do escopo desse trabalho e os links não possuem valor para análise da mensagem
postada.

Foram mantidos acentos, letras maiúsculas e minúsculas, cedilha, aspas e pontuação.
Imagens ou vídeos anexados ao conteúdo da postagem estão fora do escopo do nosso
trabalho e foram descartados. É importante observar também que a codificação que a base
de dados foi salva é a 8-bit Unicode Transformation Format (UTF-8). No arquivo final da
base de dados restaram apenas 2 colunas, a primeira contém o texto entre aspas duplas e
a segunda, o rótulo de verdadeiro ou falso, sendo a primeira linha do arquivo o cabeçalho.
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Abaixo, pode-se conferir como o exemplo da Figura 2 é encontrado no arquivo da base de
dados.

"Morre Lee Kun-hee, presidente da Samsung",True

A base de dados terminou com 162 amostras, balanceada, sendo as 81 primeiras
falsas e as próximas 81 verdadeiras. Conforme exibido na Tabela 1 e comparado com
Cordeiro (2019).

Tabela 1 – Comparação do número de amostras.

Verdadeiras Falsas

Cordeiro (2019) 93 206
Este trabalho 81 81

Fonte: Elaborado pelo autor.

A seguir uma nuvem de palavras da base de dados é exibida na Figura 3.

Figura 3 – Nuvem de palavras da base de dados
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3.2 Escolha dos modelos
A princípio, a intenção era utilizar a biblioteca em python Natural Language ToolKit

(NLTK) (BIRD; KLEIN; LOPER, 2009), ela contém métodos para pré-processamento
de texto e que permitem obter diversos valores numéricos de um texto, ou seja, realizar
processamento de linguagem natural. Todavia, tal biblioteca era uma faca de dois gumes,
trazia o benefício de sua simplicidade e facilidade de uso, porém não era uma ferramenta tão
poderosa em termos de NLP. Como solução para esse problema, foi proposta a utilização
da biblioteca spaCy (HONNIBAL et al., 2020), sendo esta uma biblioteca mais poderosa
do que a NLTK, principalmente para obter mais qualidade na classificação no idioma
português. Porém, antes mesmo de ser aplicada a spaCy, soube-se de uma ferramenta
ainda mais recente e com resultados impressionantes que estavam causando uma revolução
no estado da arte de NLP, que foi o Google BERT (DEVLIN et al., 2019).

Para utilização do BERT, já não era o caso da utilização de spaCy. Para isso, uma
nova biblioteca foi encontrada, a Transformers (VASWANI et al., 2017). Essa biblioteca
reúne um conjunto de modelos mantidos por grandes empresas e pela comunidade, im-
plementados e prontos para utilização. Vários modelos disponibilizados na biblioteca já
passaram pelo processo de pré-treinamento, possibilitando assim pessoas que não teriam
como utilizar os benefícios do aprendizado profundo agora pudessem utiliza-lo. Este traba-
lho buscou nessa biblioteca os modelos que poderiam ser melhor (modelos que receberam
algum pré-treinamento em português, para aproveitar a transferência de aprendizagem)
utilizados, como resultado optou por ajustar os seguintes modelos: BERT base pré-treinado
em português brasileiro por Souza, Nogueira e Lotufo (2020), BERT base pré-treinado em
104 idiomas, incluindo português, por Devlin et al. (2019), BR_BERTo que é um modelo
RoBERTa (LIU et al., 2019) base pré-treinado com um corpus de 6,9 milhões de frases
em português, disponibilizado pelo usuário rdenadai da comunidade, XLM-R base que
foi pré-treinado por Conneau et al. (2020) em 100 idiomas, inclusive português, e, por
fim, um modelo ELECTRA (CLARK et al., 2020) uncased pré-treinado em português
disponibilizado, pelo usuário dlb da comunidade.

Apesar de BERT ter causado uma revolução no estado da arte de NLP, ele não
permaneceu muito tempo como o algoritmo que possui os melhores resultados para a
tarefa. Tomando o BERT como base, outros modelos foram feitos, como RoBERTa (LIU
et al., 2019) e XLM-R (CONNEAU et al., 2020). Mais recentemente Clark et al. (2020)
propuseram ELECTRA, que além de ser computacionalmente mais barato do que BERT,
chegou a superar os modelos do estado da arte em muitas tarefas.
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3.3 Implementação dos modelos
Após ter escolhido os modelos utilizados, foi necessário criar um programa que

convertesse a base de dados para o formato adequado, fizesse o treinamento e avalie o
modelo. Para executar os modelos, o ambiente online Colab foi escolhido. Um computador
pessoal não possui poder computacional para executar o treinamento e classificação dos
modelos, enquanto o ambiente Colab possui um poder computacional significativo que
permite executar algumas configurações dos modelos escolhidos. Chegou-se a cogitar
utilizar um laboratório da Universidade Federal de Minas Gerais (UFMG) para realizar o
experimento, porém devido à praticidade e poder computacional da plataforma da Google,
o Colab foi escolhido. Esta plataforma foi criada pela Google com o objetivo de incentivar as
pesquisas na área de IA e funcionou muito eficientemente neste trabalho, embora algumas
vezes seja alocada uma máquina com 8GB de memória de vídeo, fazendo-se necessário
reiniciar o Colab até obter-se uma máquina com 16GB de memória de vídeo, pois essa
máquina com 8GB de memória de vídeo frequentemente não possuía memória suficiente
para treinar e avaliar os modelos.

3.3.1 Configuração do Ambiente

A linguagem utilizada foi o Python, o ambiente funciona no estilo Jupyter Notebooks.
PyTorch foi utilizado nesse trabalho, porém é possível fazer o mesmo utilizando TensorFlow.
É importante observar que o acelerador de hardware do ambiente deve estar configurado
para utilizar Graphics Processing Unit (GPU).

Após a instalação da biblioteca transformers e importação dos pacotes necessários,
foi utilizado o Drive para armazenar a base de dados, então o programa acessa o Drive
para pedir autorização em ler e escrever no Drive da conta Google do usuário. Após colar
o código de autorização, a base de dados é lida do Drive e carregada para o programa.

3.3.2 Preparação dos dados

Os modelos utilizam objetos da classe Dataset do PyTorch como entrada, fazendo-se
necessário adequação da base, já que a base de dados original é um arquivo CSV. Após
carregada na memória, a base se transforma num objeto DataFrame do pacote pandas.
O programa então converte a coluna da categoria do exemplo de True para 1 e de False
para 0. Após isso, divide o DataFrame em 2 listas, uma lista de strings contendo todos os
textos e uma lista de rótulos contendo todos rótulos.

O primeiro passo realmente importante acontece no momento da tokenização
dos dados. Tokenizar os dados é uma expressão que se refere a separar cada palavra e
símbolo por um espaço, cada elemento do texto entre os espaços é chamado de token, além
disso, novos tokens como delimitadores de início e fim de sentenças e máscaras podem
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ser inseridos. No final do processo, cada token é substituído por um número que é o
identificador numérico dele. Então é muito importante instanciar o objeto que irá tokenizar
as amostras a partir do mesmo modelo que será utilizado para treinamento e classificação
dos dados. Pois durante o pré-treinamento do modelo, na construção de seu vocabulário,
cada token recebe um identificador, portanto, modelos diferentes provavelmente terão
identificadores diferentes pra cada token. Então, não instanciando o tokenizador do modelo
que será utilizado para treinamento e classificação, os tokens colocados não farão sentido
quando correlacionados com o vocabulário do classificador, e o resultado do classificador
será comprometido.

O objeto responsável por tokenizar as amostras precisa ter o mesmo vocabulário
do modelo a ser treinado e avaliado, portanto é importante instanciar esses objetos com o
mesmo valor no parâmetro de selecionar o modelo da biblioteca.

Após o processo de tokenização, segue-se com o processo de construção do Dataset.
Uma subclasse de Dataset é implementada para a própria base de dados, essa classe é
que irá converter a lista de textos, agora chamada de amostras codificadas, e a lista de
rótulos. Essa classe, além de construir o Dataset, conta com uma função de pegar um item
de um Dataset e ver o tamanho do Dataset. O que resulta num Dataset com todos os 162
exemplos da base de dados devidamente codificados e prontos para servirem de entrada
para o modelo.

3.3.3 Configurações, hiper-parâmetros de treinamento e métricas de avaliação

Ainda precisam ser definidos 2 itens importantes. Um objeto com as configurações
que serão utilizadas para treinar o modelo e uma função com as métricas utilizadas para
avaliar o modelo. Ela que será chamada após o teste do modelo e calculará o valor das
métricas.

Um objeto TrainingArguments da biblioteca transformers foi utilizado para passar
as configurações a serem utilizadas no treinamento e avaliação do modelo. O primeiro e o
último parâmetro são endereços para salvar logs e resultados. O parâmetro de número de
épocas para treinamento deve informar quantas épocas serão utilizadas no treinamento,
nesse trabalho esse valor variou de 3 a 10. A terceira linha da tabela está relacionada
ao número de amostras que seriam utilizadas ao mesmo tempo no dispositivo durante o
treinamento, quanto maior o valor mais memória o dispositivo precisa ter, foi mantido o
valor padrão de 16. A quarta linha da tabela informa o número de amostras por vez no
dispositivo para avaliação do modelo, foi mantido o valor padrão de 64. A quinta linha
da tabela informa a cada quantos passos do treinamento a taxa de aprendizagem seria
alterada, escolheu-se o valor 50. Por fim a penúltima linha da tabela informa a taxa de
decaimento da taxa de aprendizagem, foi mantido o valor padrão de 0,01. Os valores
utilizados podem ser conferidos na Tabela 2.
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Tabela 2 – Configurações e Hiper-parâmetros de treinamento

Hiper-parâmetro/configuração Valor

output_dir ’./results’
num_train_epochs N
per_device_train_batch_size 16
per_device_eval_batch_size 64
warmup_steps 50
weight_decay 0.01
logging_dir ’./logs’

Fonte: Elaborado pelo autor.

A função que calcula as métricas recebe todos os textos do conjunto de teste
e a classificação que o modelo atribuiu ao texto. Cada uma das métricas do trabalho
serão explicadas mais adiante na seção 4.1 As métricas mais importantes utilizadas nos
trabalhos de detecção de notícias falsas são acurácia e F1. Além dessas, implementou-se
precisão, sensibilidade (recall) e Matthews Correlation Coefficient (MCC). Para o cálculo
das métricas, foi utilizada a biblioteca SciKit-learn (sklearn) (PEDREGOSA et al., 2011).

3.3.4 Validação Cruzada, Treinamento e Avaliação de épocas

Separar uma parte do Dataset para treinamento e o restante para testes é simples
e rápido de fazer, porém esses testes podem não garantir uma boa avaliação do modelo.
Para melhor avaliar a capacidade de generalização do modelo, uma técnica frequentemente
empregada é a validação cruzada. Com esta técnica, todo o conjunto de dados é utilizado
para testes pelo menos 1 vez. Isso melhora a compreensão da capacidade de generalização
do modelo. Neste trabalho, foram utilizadas 10 iterações para processar os dados, sempre
utilizando um conjunto de teste diferente do anterior. Para aplicar a validação cruzada, foi
utilizada a biblioteca sklearn. Como as amostras não estão distribuídas aleatoriamente no
Dataset, mas sim as 81 primeiras são falsas e as 81 seguintes são verdadeiras, utilizou-se do
recurso de montar o conjunto de teste não de forma sequencial, mas de forma aleatória. A
biblioteca oferece esse recurso de forma que a taxa de repetição de elementos no conjunto
de teste é nula ou muito baixa. Em testes, não verificou-se repetições, porém, segundo
a documentação da biblioteca, poderiam ocorrer. Devido ao fato de a validação cruzada
gerar 10 conjuntos de teste diferentes, é necessário treinar e testar o modelo 10 vezes
pra cada configuração de número de épocas, isso garante mais segurança nas métricas
calculadas a partir do modelo. Utilizou-se 10 iterações por recomendação da própria
biblioteca, que recomendava 10 ou 5 iterações, que são valores padrões estabelecidos e
reconhecidos pela comunidade acadêmica em todo mundo. Além disso, escolhendo 10
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divisões para a validação cruzada permitiu-se que fossem ter mais amostras no conjunto
de treinamento do que se tivesse utilizado 5.

Antes de iniciar as iterações de treino e avaliação, o índice dos elementos de cada um
dos 10 conjuntos de treinamento e teste são gravados em listas de índices de treinamento e
teste respectivamente. O primeiro elemento armazena uma lista de índices que identificam
as amostras daquela iteração para treinamento e teste. O segundo elemento armazena os
índices das amostras para a segunda iteração e assim sucessivamente. Após a divisão dos
índices, o modelo é instanciado e o objeto da classe Trainer da biblioteca transformers é
construído com os devidos argumentos. Então inicia-se as iterações, chama-se o método de
treinamento que inicia o treinamento. Após o treinamento, o método de avaliação classifica
as amostras do conjunto de teste. As predições do conjunto de teste são utilizados para
calcular as métricas, que depois de calculadas são incluídas numa lista que armazena os
resultados das métricas para cada iteração.

Após a conclusão da 10a iteração, a lista com os resultados está completa, então
uma média aritmética de cada métrica é feita e impressa. O resultado impresso é salvo
numa planilha para avaliação do melhor modelo. Para cada alteração, seja no modelo ou
no número de épocas, é necessário salvar numa nova entrada da tabela.

Cada um dos 5 modelos foram executados com validação cruzada várias vezes.
Cada vez com um número de épocas diferente. Observa-se que RoBERTa e XLM-R são
notadamente mais pesados computacionalmente. O número de amostras carregadas por vez
para treinamento foi 16, porém nenhum dos dois consegue executar com valores padrão em
algumas configurações de máquinas gratuitas do Colab, que possuíam 8 GB de memória de
vídeo. Portanto, fez-se necessário reiniciar a máquina para obter novas configurações, até
que fosse possível utilizá-los nas máquinas. Por isso, para os dois modelos foi utilizado um
treinamento de 8 amostras por vez. Enquanto a quantidade de amostras do conjunto de
testes por vez foi diminuída de 64 para 32 nesses 2 modelos. Para todos eles, o número de
épocas que foi utilizado para treinamento foram de 3 até 10, para evitar subaproveitamento
do modelo e também o sobre-ajuste(Overfitting). Além disso, o atributo usado para alterar
a taxa de aprendizagem foi configurado para 50 passos, em vez dos 500 passos que vêm
por padrão, pois o valor padrão é muito elevado para uma base de dados pequena como a
que foi utilizada, não obtendo uma taxa de aprendizagem adequada para o ajuste fino dos
modelos. Testes empíricos com valores como 100, 25, 10 e 5 foram feitos para constatar
ser razoável esse valor de 50.

Todo o código fonte deste trabalho foi feito a partir das adaptações da documentação
da biblioteca transformers, que apesar de ser em inglês, é bastante completa, clara e
exemplificada. Além disso, o código fonte, bem como a base de dados, deste trabalho estão
disponibilizados no GitHub do autor2.

2 https://github.com/WagnerNarde/ML-Transformers-Tweets-falsos
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4 Resultados

Os resultados deste trabalho estão divididos em 5 tabelas, uma para cada modelo
utilizado. As métricas utilizadas foram Acurácia, F1, Precisão, Sensibilidade e MCC.
Acurácia e F1 são frequentemente utilizadas para este tipo de trabalho, algumas vezes
os trabalhos são publicados apenas com essas duas métricas, porém para uma visão mais
profunda dos resultados, foram selecionadas algumas outras métricas além delas. Observe
que as métricas F1, precisão e sensibilidade dos modelos que não obtiveram o melhor
resultado são calculadas para classificação de notícias verdadeiras, enquanto o melhor
modelo foram calculadas para ambas as classes (falsas e verdadeiras).

4.1 Métricas
A acurácia mostra o quanto o resultado do classificador se aproximou do valor real

esperado, ou seja, o quanto o classificador acertou na sua classificação. Uma acurácia alta
implica em baixa taxa de erro total. A acurácia é calculada através da fórmula:

Ac = V P + V N

V P + V N + FP + FN
(4.1)

Em que VN são amostras de notícias verdadeiras que foram classificadas como
verdadeiras. VP são amostras de notícias falsas que foram classificadas como falsas. FN
são amostras de notícias falsas que foram classificadas como verdadeiras e FP são amostras
de notícias verdadeiras que foram classificadas como falsas.

Precisão mostra o quanto os exemplos classificados como notícias falsas eram notícias
falsas de fato. Um classificador com alta precisão significa que, quando ele classificar a
notícia falsa como falsa, então é porque ela é realmente falsa. Observe que essa métrica
não leva em consideração as notícias falsas que ele deixou de classificar como falsa, apenas
mostra que quando classificou como falsa, se era falsa mesmo. Sua fórmula é:

Prec = V P

V P + FP
(4.2)

Sensibilidade (recall) mostra o quanto as notícias falsas realmente foram classifica-
das, ou seja, se o modelo tiver uma sensibilidade alta, significa que a maioria das notícias
falsas estão sendo detectadas. Um modelo com baixa sensibilidade deixa muitas notícias
falsas se passarem por verdadeiras, mesmo se ele tiver alta precisão. Pode ser calculada
pela seguinte equação:

Sens = V P

V P + FN
(4.3)



Capítulo 4. Resultados 36

F1 é a média harmônica de precisão e sensibilidade. Esta métrica, por combinar as
duas anteriores, busca representar não apenas o quanto um classificador consegue detectar
de notícias falsas, como também o quanto do que ele detectou é realmente falso. Em
suma, pra obter uma alta F1 é necessário tanto alta precisão como alta sensibilidade no
classificador, caso uma das duas seja baixa, irá puxar a F1 pra baixo. Calcula-se como:

F1 = 2 · Prec · Sens

Prec + Sens
(4.4)

Conforme apresentado na maioria dos trabalhos relacionados, acurácia e F1 são
suficientes para avaliar os modelos. Ainda assim, resolveu-se calcular o MCC como uma
métrica de desempate, caso necessário, pois este também é uma métrica para avaliar
qualidade de classificadores binários. Pode ser calculado a partir da equação:

MCC = V P · V N − FP · FN√
(V P + FP )(V P + FN)(V N + FP )(V N + FN)

(4.5)

4.2 ELECTRA uncased pré-treinado em Português
O único modelo uncased1 utilizado foi o ELECTRA. Conforme a literatura, modelos

que não diferenciam letras maiúsculas e minúsculas geralmente têm resultados piores dos
que os que diferenciam. Sendo um modelo desse tipo, era esperado um resultado abaixo
dos outros classificadores pré-treinados apenas em português. Mesmo assim, acredita-se
que o modelo não conseguiu generalizar bem o problema. Por conseguir bater o estado da
arte em algumas tarefas de NLP, esperava-se mais desse modelo. Uma das razões para
o baixo desempenho do modelo também pode ser que os pesos do pré-treinamento do
modelo da comunidade não ofereceram ganho de eficiência, mas sim queda de desempenho
para o ajuste da tarefa. Os resultados para o modelo ELECTRA podem ser vistos na
Tabela 3, em que 10 épocas se sobressaíram em eficiência no ajuste.

4.3 RoBERTa pré-treinado em Português
RoBERTa é notadamente mais pesado do que BERT em consumo de recursos

computacionais, além de ser um aprimoramento do mesmo, portanto, excelentes resultados
eram esperados desse modelo. O desempenho ficou melhor que o dos resultados da seção 4.2
e quase empatado com o modelo da seção 4.4, como já era esperado por se tratar de
um modelo que diferencia letras maiúsculas e minúsculas. Com 7 épocas foi mostrado na
Tabela 4 o modelo que melhor se ajustou ao problema. Sendo RoBERTa um dos mais
modernos algoritmos para NLP, um resultado pelo menos melhor que os modelos multi-
idiomas era esperado. O resultado atual porém pode ser reflexo que o pré-treinamento em
1 Não é case sensitive, ou seja, não diferencia letras maiúsculas de minúsculas
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Tabela 3 – Resultados ELECTRA (uncased) com pré-treinamento em Português

Épocas Acurácia F1 Precisão Sensibilidade MCC

3 0.833 0.826 0.844 0.822 0.668
4 0.808 0.789 0.799 0.803 0.624
5 0.834 0.820 0.821 0.829 0.660
6 0.852 0.846 0.887 0.836 0.690
7 0.803 0.796 0.816 0.812 0.632
8 0.816 0.813 0.833 0.817 0.640
9 0.845 0.836 0.843 0.836 0.675
10 0.864 0.848 0.883 0.824 0.720

Fonte: Elaborado pelo autor.

português pelo qual o modelo passou não transferiu aprendizado útil à resolução desta
tarefa.

Tabela 4 – Resultados RoBERTa com pré-treinamento em Português

Épocas Acurácia F1 Precisão Sensibilidade MCC

3 0.815 0.826 0.771 0.919 0.658
4 0.833 0.829 0.854 0.831 0.678
5 0.869 0.872 0.833 0.921 0.721
6 0.876 0.863 0.860 0.883 0.740
7 0.901 0.897 0.852 0.962 0.812
8 0.883 0.866 0.845 0.917 0.781
9 0.889 0.902 0.865 0.955 0.789
10 0.884 0.885 0.855 0.929 0.779

Fonte: Elaborado pelo autor.

4.4 XLM-R pré-treinado em multi-idiomas
XLM-R foi um modelo originalmente proposto para a tradução de idiomas, por

isso ele está disponível em versão multi-idiomas pré-treinado em vários idiomas, inclusive
português. Apesar dele não ter sido originalmente proposto para classificação de texto,
alguns trabalhos da revisão bibliográfica conseguiram bons resultados através da transfe-
rência de aprendizagem em modelos multi-tarefas, o que fazia valer a pena o ajuste do
modelo ao problema, dada a chance de se obter um bom desempenho. O desempenho do
modelo foi bem superior ao modelo da seção 4.2 e ligeiramente superior ao modelo da
seção 4.3, sendo capaz de ficar entre os três melhores modelos deste trabalho. Verificou-se
na Tabela 5 que com 9 épocas o modelo teve seu melhor desempenho.
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Tabela 5 – Resultados XLM-R com pré-treinamento Multi-idioma

Épocas Acurácia F1 Precisão Sensibilidade MCC

3 0.826 0.832 0.848 0.870 0.703
4 0.858 0.841 0.856 0.878 0.731
5 0.883 0.876 0.903 0.869 0.776
6 0.882 0.884 0.844 0.940 0.772
7 0.884 0.883 0.854 0.919 0.770
8 0.882 0.870 0.859 0.890 0.767
9 0.903 0.898 0.883 0.922 0.804
10 0.895 0.887 0.850 0.950 0.787

Fonte: Elaborado pelo autor.

4.5 BERT pré-treinado em multi-idiomas
Este modelo foi o primeiro disponibilizado que possibilitava a aplicação dos ganhos

de eficiência em NLP que o BERT trazia, no idioma português. Sendo portanto o primeiro
modelo a ser escolhido para compor este trabalho, esperava-se dele que fosse capaz de
ultrapassar a pontuação dos resultados atuais disponibilizados na literatura. Apesar de ser
o modelo mais antigo, cumpriu muito bem sua tarefa e conseguiu uma acurácia e F1 acima
de 90% em sua melhor opção, que foi mostrado na Tabela 6 utilizando 6 épocas. Apesar
do pré-treinamento ser dividido com outros idiomas, este resultado é muito expressivo.

Tabela 6 – Resultados BERT com pré-treinamento Multi-idioma

Épocas Acurácia F1 Precisão Sensibilidade MCC

3 0.853 0.860 0.844 0.895 0.724
4 0.869 0.848 0.859 0.853 0.741
5 0.889 0.885 0.858 0.921 0.781
6 0.896 0.891 0.898 0.913 0.810
7 0.864 0.871 0.847 0.918 0.746
8 0.889 0.871 0,865 0.890 0.767
9 0.883 0.878 0.893 0.878 0.772
10 0.914 0.918 0.900 0.944 0.825

Fonte: Elaborado pelo autor.

4.6 BERT pré-treinado em Português
O modelo BERT pré-treinado em português foi o que obteve o melhor resultado

entre todos os modelos. Sua acurácia e F1 foram superiores a todos os outros modelos,
mostrando que o pré-treinamento em português feito por Souza, Nogueira e Lotufo (2020)
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foi muito eficiente e contribuiu positivamente e muito para o bom desempenho do modelo.
Tal benefício de pré-treinamento, porém, não foi observado na seção 4.2 e na seção 4.3.
Este modelo foi capaz de classificar corretamente as notícias, com excelentes resultados. O
modelo que utilizou 6 épocas foi a configuração melhor ajustada ao problema, conforme
mostrado na Tabela 7. Observe que as tabelas anteriores continham apenas os valores das
métricas calculadas para notícias verdadeiras, enquanto esta foram calculadas as métricas
igualmente para notícias verdadeiras, porém uma nova execução foi feita para calcular as
métricas para notícias falsas, por isso aparecem (V), (F), acurácia média e MCC média
apenas nesta tabela. Não foi feito isso para os modelos anteriores pois por questão de tempo
e consumo de recursos computacionais seria inviável reproduzir todos os experimentos
anteriores mais uma vez.

Tabela 7 – Resultados BERT com pré-treinamento em Português

Épocas Acurácia F1 (V) F1 (F) Prec. (V) Prec. (F) Sens. (V) Sens. (F) MCC

3 0.923 0.903 0.940 0.904 0.922 0.937 0.965 0.852
4 0.917 0.917 0.907 0.935 0.927 0.921 0.902 0.846
5 0.925 0.912 0.935 0.903 0.949 0.945 0.931 0.861
6 0.944 0.955 0.928 0.944 0.948 0.971 0.927 0.887
7 0.938 0.932 0.946 0.918 0.950 0.957 0.945 0.879
8 0.935 0.941 0.927 0.950 0.932 0.942 0.931 0.877
9 0.942 0.954 0.919 0.953 0.909 0.957 0.933 0.871
10 0.938 0.937 0.938 0.928 0.940 0.951 0.938 0.875

Fonte: Elaborado pelo autor.

4.7 Melhor modelo
Apesar das bases de dados serem diferentes, a Tabela 8 podemos verificar uma

comparação do o melhor modelo de Cordeiro (2019) com o melhor modelo deste trabalho.
Tal comparação evidenciou que, apesar de uma base de dados menos populosa, o modelo
ajustado neste trabalho obteve um resultado significativo em relação ao estudo anterior.

Tabela 8 – Comparação com Cordeiro (2019)

Modelo Épocas Acurácia
Média

F1
Média

Precisão
Média

Complement Naive Bayes - - 0.74 0.74
BERT base pt-br 6 0.944 0.941 0.946

Fonte: Elaborado pelo autor.
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5 Conclusão

Este trabalho apresentou uma revisão sobre as notícias falsas, investigando a
literatura sobre suas causas e consequências, bem como uma verificação sobre o estado da
arte de sua detecção. Construiu-se uma base de dados balanceada com tweets classificados
de forma confiável. A base possibilitou treinamento de modelos para detecção de notícias
falsas. O classificador proposto foi capaz de superar os resultados existentes e estabelecer-se
como o estado da arte para detecção de tweets falsos em português através de NLP. Sendo
que o modelo BERT com 6 épocas foi o melhor de todos, o que pode ser visualizado pela
Tabela 8.

Os modelos com os resultados apresentados na seção 4.2 e seção 4.3 foram pré-
treinados pela comunidade, sendo os únicos modelos presentes neste trabalho que não foram
submetidos a comunidade científica em nenhuma publicação até o momento. Observou-se
neles um resultado muito abaixo do esperado, pode-se levantar a questão de que se tais
modelos passaram pelo processo de pré-treinamento de modo correto, devido à ausência
de material científico a respeito deles e por seus resultados abaixo do esperado.

A principal contribuição deste trabalho foi o ajuste de um modelo do estado da arte
em NLP para a detecção de notícias falsas em português. Pois, conforme foi evidenciado
pelos resultados, os algoritmos modernos, apesar de computacionalmente custosos, oferecem
resultados bem superiores aos métodos clássicos que são utilizados em praticamente todos
trabalhos em português. Além disso, a disponibilização do código fonte comentado e as
orientações contidas neste trabalho ajudarão outras pessoas para que também aproveitem
o benefício da eficiência desses modelos para esse e outros problemas em língua portuguesa.
Afinal, é extremamente escassa a disponibilidade de materiais dessas tecnologias em idioma
português.

Como trabalhos futuros, uma base de dados maior pode ser utilizada e modelos
mais recentes podem ser ajustados para superarem os resultados deste trabalho. Ainda
com os presentes modelos, um ambiente de execução com mais recursos computacionais
possibilitaria o teste de mais possibilidades de configurações. Além disso, a criação de
modelos para outras redes sociais e sites de notícias pode ser uma possibilidade. Pode-se
tentar usar transferência de aprendizagem para isso, do modelo atual para esses modelos,
buscando obter melhor aproveitamento.
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